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Cap��tulo 1Introdui�on
1.1. Datos Dependientes y su ModeladoEn la reopilai�on de datos para iertos tipos de estudios estad��stios se presentanom�unmente dos situaiones pr�atias en las que la suposii�on de independenia entreobservaiones espe���as no es plausible. En una primera situai�on, los datos se tomande sujetos que de alguna manera est�an relaionados entre s��. Por ejemplo, para reali-zar un estudio de inferenia estad��stia sobre la estatura de los hombres de 30 a~nos deedad de todo el pa��s, se toma una muestra de diferentes regiones geogr�a�as. Es laroque las estaturas de los hombres de una misma regi�on presentar�an ierta dependeniapor uestiones de herenia, medio ambiente y otros fatores, que no se ver�a reejadaentre las estaturas de hombres de diferentes regiones. Para obtener inferenias v�alidasen este aso lo onduente es formar grupos de hombres por �area geogr�a�a de a-rater��stias similares. Una vez organizados de esta manera se les onoe omo datosagrupados.En la segunda situai�on, los datos se toman de un mismo sujeto pero en diferentesmomentos a trav�es del tiempo. Un ejemplo de esto es uando se quiere estableer lae�aia de un nuevo tratamiento m�edio. Para ello, se aplia el tratamiento a una1



2muestra de diferentes personas sin parenteso entre s��, y despu�es se les hae un segui-miento temporal durante el ual se van reoletando los resultados. Claramente lasrespuestas al tratamiento reportadas por una persona, presentar�an alguna dependen-ia por fatores propios de ada persona, mientras que las respuestas al tratamientoentre personas pueden onsiderarse omo independientes. A datos reoletados deesta manera se les onoe omo datos longitudinales.Ambas situaiones deber�an ser desritas por modelos que tomen en uenta la orre-lai�on entre respuestas, ya que de otra manera se obtendr�an inferenias estad��stiaserr�oneas. Hay tres modelos usuales que son una extensi�on de los Modelos LinealesGeneralizados para tratar on datos orrelaionados:Modelos MarginalesModelos de Transii�onModelos de Efetos AleatoriosEn ada uno de ellos se modela tanto la regresi�on entre la respuesta y las variablesexpliativas, omo la orrelai�on entre respuestas. Este trabajo se enfoar�a s�olo enlos modelos marginales y de transii�on para datos longitudinales, ya que son estosmodelos sobre los que se propone la nueva metodolog��a de �opulas.1.2. Organizai�on de los Cap��tulosEn el ap��tulo 2 se trabaja on el m�etodo de euaiones estimadoras generalizadaspropuesto iniialmente por Liang y Zeger (1986) para ajustar modelos marginalesde regresi�on. Primero se hae una introdui�on a la teor��a de los modelos linealesgeneralizados para despu�es haer una extensi�on natural a las euaiones estimadoras



3basadas en uasi-verosimilitud. Heho esto, se pasa a la obteni�on de las euaionesestimadoras generalizadas y a su uso pr�atio en un ejemplo ilustrativo on datosfaltantes.En el ap��tulo 3 se trabaja on el m�etodo de modelos lineales generalizados in-troduido por Nelder y Wedderburn (1972) para ajustar modelos de transii�on seg�unla propuesta de Diggle et al. (1994). En la primera sei�on se introdue al tema delas adenas de Markov de tiempo disreto, on el prop�osito de que en la siguientesei�on se desarrolle un modelo de transii�on on una estrutura de Markov. Despu�esse aplia diho modelo a respuestas binarias para onluir on su utilizai�on en elejemplo ilustrativo pero esta vez s�olo on datos ompletos.En el ap��tulo 4 se propone el m�etodo de �opulas presentadas originalmente porSklar (1959) para ajustar ambos modelos: marginales y de transii�on. En primer lugarse hae una revisi�on general de las �opulas bivariadas en uanto a oneptos b�asiosomo de�nii�on, propiedades, representai�on gr�a�a, et. Tambi�en se revisan diver-sas familias de �opulas de un s�olo par�ametro omo las el��ptias y las Arquimedianasjunto on sus propiedades. Despu�es se estudian las medidas de dependenia usualespara respuestas normales. En una sei�on posterior se desarrolla el modelo de tran-sii�on de primer orden por medio de �opulas disretizadas para respuestas binarias.Para onluir el ap��tulo, se aplia el m�etodo de �opulas on varias estruturas dedependenia al ejemplo ilustrativo on datos faltantes, y posteriormente se realizanlos diagn�ostios orrespondientes.Finalmente, en el ap��tulo 5 se dan las onlusiones y onsideraiones �nales onrespeto a la omparai�on entre los diferentes m�etodos y modelos. Tambi�en se proponeuna perspetiva de nuevas l��neas de investigai�on que pueden ser desarrolladas paraampliar la teor��a y el uso de las �opulas en el modelado multivariado.



41.3. Ejemplo IlustrativoComo ejemplo ilustrativo se utilizar�a la base de datos proporionada por la Dra.Lori A. Crane del Centro de Cienias de la Salud de la Universidad de Colorado.Esta base de datos se origina por una investigai�on que tiene por objetivo evaluar untratamiento que reduza la exposii�on al sol de los ni~nos. Los infantes fueron inluidosen el estudio antes de los 6 meses de edad, y repartidos aleatoriamente en un grupode ontrol y en un grupo intervenido. Los padres de los ni~nos del grupo intervenidoreibieron paquetes de protei�on solar y onsejos sobre salud infantil de ni~nos de entre2 y 36 meses de edad. Las inspeiones anuales a los padres a 1, 2 y 3 a~nos de edaddel ni~no fueron usadas para evaluar el impato de la interveni�on. En este estudio seategoriz�o la variable respuesta \evit�o la exposii�on al sol del mediod��a" omo nunao raramente (odi�ada en 0) y omo siempre o freuentemente (odi�ada en 1). Lasdos variables expliativas son el fator Tratamiento y el tiempo de la observai�on.Hubo en el estudio 675 ni~nos, de los uales 466 tienen ompletas sus tres respuestas.Los restantes 209 (31%) tiene todo tipo de respuestas faltantes, por lo que hay ni~noson s�olo una o dos observaiones registradas seg�un se muestra a ontinuai�on.Tabla 1.1: Respuestas faltantes por asos.Respuestas N�umero Porentajefaltantes de asos del totalA~no 1 37 5A~no 2 27 4A~no 3 79 12A~nos 1 y 2 13 2A~nos 1 y 3 6 1A~nos 2 y 3 47 7Totales 209 31



Cap��tulo 2Modelos Marginales y GEE
En un modelo marginal, la regresi�on entre la variable respuesta y las variables explia-tivas es el prinipal objetivo estad��stio, y se modela separadamente de la orrelai�onentre observaiones, uya naturaleza queda omo un objetivo menor. En la regresi�onse modela la distribui�on marginal, que es la respuesta promedio de la poblai�on quetiene valores omunes en sus variables expliativas. Por ejemplo, para respuestas bina-rias en un estudio longitudinal que busa medir la efetividad de ierto tratamiento,las distribuiones marginales son las probabilidades de �exito del tratamiento en losdiferentes grupos de individuos y para ada unidad temporal.2.1. Euaiones Estimadoras Basadas en Verosimi-litudLa teor��a de los Modelos Lineales Generalizados (GLM), introduida iniialmente porNelder y Wedderburn (1972), se basa en la suposii�on primordial de independeniaentre las observaiones, y por lo tanto, son modelos que pueden onstruirse a partir defuniones de verosimilitud. Adem�as, esta teor��a ontiene un importante y fundamentalonepto uni�ador que es la familia exponenial de distribuiones de probabilidad.5



6Miembros de esta familia son las distribuiones binomial, gamma, normal, normalinversa, binomial negativa, geom�etria y Poisson. Lo que arateriza a todo miembrode esta familia es que su funi�on de densidad de probabilidad (pdf) puede expresarsede la forma siguiente f(y; �; �) = exp�y� � b(�)a(�) + (y; �)� (2.1)donde b(�) est�a en funi�on del par�ametro natural o de posii�on �, mientras que a(�) y(�) son funiones del par�ametro de dispersi�on o de esala �.El omponente lineal del modelo se establee omo � = X�, donde X es la matrizde variables expliativas y � es el vetor de los oe�ientes de regresi�on a estimar.Finalmente, el modelo de regresi�on se onstruye a trav�es del uso de una funi�on deenlae mon�otona y difereniable g, que oneta el valor esperado de las respuestasE(y) = � on el omponente lineal del modelo, esto es, � = g (�), o tomando lafuni�on de enlae inversa, � = g�1(�). Puede haber diferentes alternativas para lafuni�on de enlae de ierta distribui�on de la familia exponenial, pero si esogemosaquella tal que g(�) = �, entones diremos que g es la funi�on de enlae an�onia.Otra arater��stia importante en la estrutura de las distribuiones de la familiaexponenial, es que la varianza de las respuestas puede ser esrita en funi�on de lamedia omo var(y) = V(�), donde V es llamada funi�on de varianza. De heho, sepueden obtener expresiones generales para E(y) y var(y) de la siguiente manera. Dela de�nii�on de pdf Z 1�1 f(y; �; �) dy = 1 (2.2)Obviando los l��mites de integrai�on y derivando (2.2) on respeto a �dd� Z f(y; �; �) dy = 0 =) Z df(y; �; �)d� dy = 0 (2.3)



7d2d�2 Z f(y; �; �) dy = 0 =) Z d2f(y; �; �)d�2 dy = 0 (2.4)Al derivar (2.1) on respeto a �df(y; �; �)d� = �y � b0(�)a(�) � f(y; �; �) (2.5)Integrando (2.5) y usando el resultado (2.3)Z df(y; �; �)d� dy = 1a(�) Z yf(y; �; �) dy� b0(�)a(�) Z f(y; �; �) dy = 0 (2.6)Sustituyendo en (2.6) la de�nii�on de valor esperado E(y) = R yf(y) dy y usando elresultado (2.2), �nalmente obtenemos1a(�)E(y)� b0(�)a(�) = 0 =) E(y) = b0(�) = � (2.7)Mediante un proedimiento an�alogo, se obtiene la expresi�on para var(y). Al derivar(2.5) on respeto a �d2f(y; �; �)d�2 = �y � b0(�)a(�) �2 f(y; �; �)� b00(�)a(�) f(y; �; �) (2.8)Integrando (2.8) y usando los resultados (2.4) y (2.7)Z d2f(y; �; �)d�2 dy = 1[a(�)℄2 Z [y � E(y)℄2f(y; �; �) dy� b00(�)a(�) Z f(y; �; �) dy = 0(2.9)Sustituyendo en (2.9) la de�nii�on de varianza var(y) = R [y�E(y)℄2f(y) dy y usandoel resultado (2.2), �nalmente obtenemos1[a(�)℄2var(y)� b00(�)a(�) = 0 =) var(y) = b00(�)a(�) = d�d� a(�) (2.10)Ahora, se obtendr�an las euaiones estimadoras basadas en la funi�on de verosi-militud para la familia exponenial de los GLM. La pdf de una sola respuesta esf(yi; �; �) = exp�yi� � b(�)a(�) + (yi; �)� (2.11)



8y la pdf onjunta de n respuestas independientes esf(y1; : : : ; yn; �; �) = nYi=1 exp�yi� � b(�)a(�) + (yi; �)� (2.12)La funi�on de verosimilitud es simplemente la pdf onjunta donde ahora se onsideranlas respuestas omo dadas y los par�ametros desonoidosL(�; �jy1; : : : ; yn) = nYi=1 exp�yi� � b(�)a(�) + (yi; �)� (2.13)La funi�on log-verosimilitud est�a dada porL(�; �jy1; : : : ; yn) = nXi=1 �yi� � b(�)a(�) + (yi; �)� (2.14)Al derivar (2.14) on respeto a � y usando el resultado (2.7)�L�� = nXi=1 yi � b0(�)a(�) = nXi=1 yi � �ia(�) (2.15)Los estimadores de m�axima verosimilitud (MLE) de los oe�ientes de regresi�on �y del par�ametro de dispersi�on �, se obtienen al resolver por separado las euaionesestimadoras orrespondientes �L�� = 0 y �L�� = 0Como el prinipal objetivo es obtener los MLE de �, se puede ver a � omo unpar�ametro auxiliar y su estimai�on omo un objetivo menor; es por ello, que s�olo sedesarrollar�an las euaiones estimadoras para �. Usando la regla de la adena y losresultados (2.10) y (2.15)�L�� = ��L�� �������������������=  nXi=1 yi � �ia(�) !� a(�)var(yi)����i��i� (xi) (2.16)



9Sabiendo que var(yi) = V(�i), �nalmente las euaiones estimadoras para la familiaexponenial de los GLM son nXi=1 yi � �iV(�i) ���i��i�xi = 0 (2.17)Los oe�ientes � no apareen diretamente en las euaiones estimadoras porqueest�an inluidos a trav�es de � y �. En notai�on matriial las euaiones estimadorasquedan omo X0 D V�1(y � �) = 0 (2.18)donde D = diagf��i=��ig y V = diagfV(�i)g.2.2. Euaiones Estimadoras Basadas en Cuasi-verosimilitudEn las euaiones estimadoras anteriores la elei�on de la distribui�on de la respuestadetermina la relai�on media-varianza. Sin embargo, al observar las euaiones se pue-de notar la siguiente propiedad interesante en ellas, dependen de la distribui�on dela respuesta s�olo a trav�es de su media y su varianza. Por lo que Wedderburn (1974)propuso un atinado enfoque alternativo que extiende los resultados ya obtenidos, verla media y la funi�on de varianza omo partes integrales de las euaiones estimado-ras, independientemente de la distribui�on que las origina. Bajo este nuevo enfoque,ahora se pueden elegir libremente las funiones de varianza y de enlae, que puedenperteneer o no a la familia exponenial, y apliarlas en las euaiones estimadorasobtenidas en la sei�on anterior sin neesidad de alterarlas.Si se esogen funiones de varianza y enlae que perteneen a distribuiones de lafamilia exponenial, implia que las euaiones estimadoras tienen asoiada en forma



10impl��ita la funi�on de verosimilitud de la distribui�on. Este es el aso de euaionesestimadoras basadas en verosimilitud que nos proporionan los MLE's ordinarios.Por otro lado, si se esogen funiones de varianza y enlae que no perteneen adistribuiones de la familia exponenial, implia que las euaiones estimadoras notendr�an asoiada ninguna funi�on de verosimilitud. En este aso a las euaionesestimadoras se les onoe omo basadas en uasi-verosimilitud y nos proporionanestimadores de m�axima uasi-verosimilitud (MQE) propiamente dihos.Visto as��, se puede deir que la uasi-verosimilitud es una generalizai�on de laverosimilitud, ya que nos permite inluir otras funiones diferentes de las funiones-miembro de la familia exponenial. Se debe tener en mente que �esta metodolog��a fuedesarrollada para situaiones en las que era neesario obtener inferenias de experi-mentos en los uales una funi�on de verosimilitud no puede ser onstruida. Se puedetener un modelo razonable y una funi�on de varianza onoida, pero tal vez no setenga informai�on su�iente que sugiera alguna distribui�on para la respuesta.La solui�on de las euaiones estimadoras se obtiene por medio de t�enias de opti-mizai�on. Un m�etodo om�un emplea la expansi�on en series de Taylor de las euaionesestimadoras S(�) = 0, esto es0 = S ��(0)�+ �� � �(0)�S0 ��(0)�+ 12 �� � �(0)�2 S00 ��(0)�+ � � �Tomando s�olo los dos primeros t�erminos, tenemos la aproximai�on lineal0 � S ��(0)�+ �� � �(0)�S0 ��(0)�� � �(0) � S ��(0)�S0 (�(0))Esribiendo �esta relai�on en notai�on matriial, iteramos la solui�on por medio de�(k) = �(k�1) + �� ���S ��(k�1)���1 S ��(k�1)� (2.19)



11Esto es, dado un estimador iniial �(0), �este se atualiza usando la euai�on (2.19).Aqu�� una t�enia de optimizai�on usual es por m��nimos uadrados re-ponderadositerativos (IRLS). Cuando hay par�ametros auxiliares on sus euaiones estimadorasrespetivas, el m�etodo de optimizai�on atualiza el valor de �, despu�es atualiza elvalor del par�ametro auxiliar, y as�� suesivamente, alternando entre sus euaionesestimadoras por separado.2.3. Euaiones Estimadoras GeneralizadasLos datos agrupados o datos longitudinales siempre generan respuestas multivariadas(y1; y2; : : : ; yni) generalmente dependientes. En el aso univariado donde se puedeasumir independenia, se espei�a un modelo para �i y una funi�on de varianzaV(�i). Mientras que en el aso multivariado, el modelo se aplia a la distribui�onmarginal de ada yt.Las euaiones estimadoras basadas en uasi-verosimilitud para GLM's en esteaso multivariado son nXi=1 niXt=1 yit � �itV(�it) ���it��it�xit = 0 (2.20)que reesritas en forma matriial on respeto a los grupos o sujetos quedan omonXi=1 X0i Di V�1i (yi � �i) = 0 (2.21)donde Di = diagf��it=��itg y Vi = diagfV(�it)g. Es laro que la matriz Vi puededesomponerse en Vi = V1=2i I V1=2i (2.22)Si nos enfoamos a la distribui�on marginal de las respuestas, para las uales elvalor esperado y la funi�on de varianza est�an promediados a trav�es de los grupos o



12sujetos, entones la matriz identidad en (2.22) es realmente la matriz de orrelai�onde las observaiones dentro de un grupo o sujeto. Por lo que esta desomposii�on haever que las euaiones estimadoras tratan a las observaiones dentro de los grupos osujetos omo independientes, y en onseuenia su modelo asoiado es llamadomodeloindependiente.Las euaiones estimadoras generalizadas (GEE) propuestas por Liang y Zeger(1986) son una extensi�on de las euaiones estimadoras anteriores donde simplementereemplazan la matriz identidad on una matriz de orrelai�on m�as general a la quellaman matriz de orrelai�on de trabajo (working orrelation matrix). Esto esV i = V1=2i R(�) V1=2i (2.23)donde V i se onvierte en una matriz de varianzas-ovarianzas o matriz de dispersi�on.R se estima a trav�es del vetor de par�ametros �, lo que permite desribir on relativafailidad varias estruturas usuales para la matriz de orrelai�on. Finalmente, las GEEpara datos dependientes en modelos marginales quedan omonXi=1 X0i Di V�1i (yi � �i) = 0 (2.24)Las estruturas m�as omunes para espei�ar la matriz de orrelai�on de trabajoson las siguientes.1. Interambiable (exhangeable)R(�) = 2666664 1 � � � � � �� 1 � � � � �� � 1 � � � �... ... ... . . . ...� � � � � � 1
3777775 �o Ruv = � 1 si u = v� si u 6= v



13Esta estrutura es apropiada para datos agrupados en los uales es plausible queno halla dependenia temporal y ualquier permutai�on entre las observaioneses v�alida. Lo primero que se estima son los residuales de Pearson, y on ellos elpar�ametro de esala.brit = yit � b�itpV(b�it) ; b� = 1Pni=1 ni nXi=1 niXt=1 br2it (2.25)Despu�es se estima �, que en este aso es un esalar.b� = 1b� nXi=1 �Pniu=1Pniv=1 briubriv �Pniu=1 br2iuni(ni � 1) � (2.26)2. Autorregresivo de k-�esimo orden (AR(k))Ruv = � 1 si u = v�ju�vj si u 6= vEsta estrutura es apropiada para datos longitudinales en los uales es plausibleque halla dependenia temporal y un orden natural entre las observaiones. Si larespuesta se distribuye normalmente, esto es an�alogo a un proeso autorregresivode tiempo ontinuo (AR). Los residuales de Pearson y el par�ametro de esalase estiman por medio de (2.25). Despu�es se estima �, que en este aso es unvetor. b� = 1b� " nXi=1  Pni�0t=1 bri;tbri;t+0ni ; : : : ;Pni�kt=1 bri;tbri;t+kni ;!# (2.27)3. Estaionario de k-�esimo orden (stationary(k))Ruv = 8<: 1 si u = v�ju�vj si ju� vj � k0 si ju� vj > kEsta estrutura es una alternativa del modelo autorregresivo donde se suponeque la orrelai�on existe s�olo entre las k+1 unidades temporales adyaentes. Losresiduales de Pearson y el par�ametro de esala se estiman por medio de (2.25).Despu�es se estima � por medio de (2.27).



144. No estaionario de g-�esimo orden (nonstationary(g))Ruv = 8<: 1 si u = v�uv si ju� vj � g0 si ju� vj > gA diferenia del modelo estaionario, en esta estrutura se asume que las orre-laiones alrededor de la diagonal prinipal no son onstantes. Una desventaja enla estimai�on de esta estrutura es que no se garantiza su invertibilidad y pro-blemas num�erios pueden ser enontrados, espeialmente para bases de datosdesbalaneadas, o uando el tama~no de la matriz es relativamente grande onrespeto al n�umero de grupos o sujetos en estudio. Los residuales de Pearsony el par�ametro de esala se estiman por medio de (2.25). Despu�es se estima �por medio de las siguientes euaiones.I(i; u; v) = � 1 si el grupo i tiene observaiones indexadas u y v0 de otro modogu;v =  nXi=1 I(i; u; v)!�1
G = 0BBB� g1;1br2i;1 g1;2bri;1bri;2 � � � g1;nibri;1bri;nig2;1bri;2bri;1 g2;2br2i;2 � � � g2;nibri;2bri;ni... ... . . . ...gni;1bri;nibri;1 gni;2bri;nibri;2 � � � gni;nibr2i;ni

1CCCAb� = Pni=1 niPni=1Pnit=1 br2i;t=niG (2.28)5. Sin estrutura (unstrutured)Ruv = � 1 si u = v�uv si u 6= vEste aso es el m�as general de todas las estruturas y es igual al modelo noestaionario pero on el orden g m�aximo. Al igual que en el aso anterior, la



15estimai�on de esta estrutura no garantiza su invertibilidad y problemas num�eri-os pueden ser enontrados, espeialmente para bases de datos desbalaneadas,o uando el tama~no de la matriz es relativamente grande on respeto al n�ume-ro de grupos o sujetos en estudio. Los residuales de Pearson y el par�ametro deesala se estiman por medio de (2.25). Despu�es se estima � por medio de (2.28).6. Fija (�xed)Este modelo puede ser impuesto si se tiene onoimiento previo de la estruturade orrelai�on por medio de una fuente externa. Con este modelo ya no se estimala matriz de orrelai�on en ada paso de la iterai�on, ya que se toma la matrizomo dada. Otro uso de este modelo es posibilitar la utilizai�on de alg�un tipode estrutura que no est�e diretamente soportada omo opi�on en un paquetede software espe���o.7. Libre espei�ai�on (free spei�ation)Esta puede ser ualquier estrutura de�nida por el usuario a partir de suposi-iones hehas de auerdo al tipo de experimento realizado, y que no omprendaninguna de las formas estruturales anteriores.
2.4. Apliai�on al Ejemplo IlustrativoComo un an�alisis preliminar del tratamiento que intenta reduir la exposii�on al solde los ni~nos, primero se modelar�a s�olo la parte de la base de datos uyos sujetos tienesus tres respuestas ompletas lasi�adas omo se muestra en la Tabla 2.1.



16Tabla 2.1: Clasi�ai�on de las respuestas ompletas por grupo.Respuestas en tres a~nosGrupo 000 001 010 011 100 101 110 111 TotalControl 13 3 4 5 32 20 26 129 232Tratamiento 9 4 7 3 18 18 32 143 234En la Tabla 2.2 se reportan las proporiones muestrales de respuestas favorables(odi�adas omo 1) para las 6 distribuiones marginales que se tienen. Por ejemplo,de la Tabla 2.1, la propori�on de respuestas favorables para el grupo de ontrol alprimer a~no de seguimiento es de (32 + 20 + 26 + 129)=232 = 0.892.Tabla 2.2: Proporiones marginales muestrales de respuestas favorables.Proporiones muestralesGrupo A~no 1 A~no 2 A~no 3Control 0.892 0.707 0.677Tratamiento 0.902 0.791 0.718De la Tabla 2.2 se puede observar que la propori�on de respuestas favorables apa-rentemente (1) deree on el tiempo para ambos grupos; (2) deree a una tasa mayoren el grupo de ontrol; y (3) es ligeramente mayor en el grupo intervenido durante lostres a~nos. Para averiguar que tan iertas son estas aseveraiones y as�� determinar silas diferenias presentes entre grupos y entre a~nos son estad��stiamente signi�ativas,se ajustar�a un modelo de regresi�on marginal on funi�on de enlae probit. Para ajus-tar el modelo on GEE se utilizar�a la funi�on geese implementada en la biblioteageepak del software estad��stio R.



17Tabla 2.3: Estimadores GEE on estrutura de orrelai�on AR(1).Par�ametro Estimador Error Est. Valor PInterepto 1.48006 0.13053 0.00000tiempo -0.36014 0.05304 0.00000Tratamiento 0.10777 0.19435 0.57924tiempo:Trat 0.01564 0.07763 0.84031� 0.38108 0.05534 0.00000El valor del par�ametro de orrelai�on � reeja una dependenia entre observaionesrelativamente buena. Adem�as, la interai�on del tratamiento on el tiempo no essigni�ativa, por lo que no hay evidenia su�iente de que la propori�on de respuestasfavorables dereza a una tasa mayor en el grupo de ontrol. Por ello, se ajustar�a denuevo el modelo sin diha interai�on.Tabla 2.4: Estimadores GEE on estrutura de orrelai�on AR(1).Par�ametro Estimador Error Est. Valor PInterepto 1.46375 0.10596 0.00000tiempo -0.35266 0.03878 0.00000Tratamiento 0.14224 0.09828 0.14784� 0.38111 0.05537 0.00000Tampoo hay evidenia de que las proporiones de respuestas favorables sean ma-yores en el grupo intervenido que en el grupo de ontrol; de heho, on el tratamientos�olo se obtienen exp(0.14224) � 1.153 vees m�as respuestas favorables que sin �el.Sin embargo, lo que s�� se puede a�rmar, es que dihas proporiones dereen on eltiempo para ambos grupos. Por lo tanto, se ajustar�a el modelo �nal sin la variableTratamiento.



18Tabla 2.5: Estimadores GEE on estrutura de orrelai�on AR(1).Par�ametro Estimador Error Est. Valor PInterepto 1.53132 0.09660 0.00000tiempo -0.35170 0.03860 0.00000� 0.38446 0.05459 0.00000Entones, el modelo marginal probit resultante es��1[P (Yt = 1)℄ = 1.53132� 0.35170 tiempodonde � es la funi�on de distribui�on aumulada (CDF) normal est�andar.Finalmente, las probabilidades marginales estimadas de respuestas favorables semuestran a ontinuai�on.Tabla 2.6: Probabilidades marginales estimadas de respuestas favorables.Probabilidades estimadasA~no 1 A~no 2 A~no 30.881 0.796 0.683
2.5. Datos faltantesCuando en una base de datos hay valores faltantes y �esta se analiza s�olo on los valoresobservados omo si los valores faltantes no existieran, pueden obtenerse estimadoressesgados omo veremos fue el aso en la sei�on anterior.



19Los sujetos on valores faltantes se pueden lasi�ar en dos grandes grupos:Aquellos en los que una vez que hay un valor faltante, el resto de los valorestambi�en son faltantes (dropouts).Aquellos que tienen uno o varios valores faltantes, pero uyo �ultimo valor no esfaltante (intermittent).En general, el an�alisis on valores faltantes intermitentes se di�ulta m�as que ondropouts, debido a la gran variedad de patrones de valores faltantes que tiene que sertomados en uenta.Para investigar el proeso que genera a los valores faltantes, primero se dividenlas respuestas Y en respuestas observadas Yo y respuestas faltantes Ym, donde Y =(Yo;Ym). Despu�es se onstruye una matriz indiadora M de valores faltantes, uyoselementos son Mit = � 1 si Yit es faltante0 si Yit es observadaSi P(MjY) = P(M) para toda Y, entones M es independiente de Yo y de Ym.En este aso, el proeso que genera a los valores faltantes es llamado ompletamentealeatorio (MCAR). Bajo este supuesto, las inferenias estad��stias obtenidas on mo-delos basados en verosimilitud y on GEE son v�alidas; es deir, un an�alisis usandos�olo los valores observados no es sistem�atiamente sesgado.Si P(MjY) = P(MjYo) para toda Ym, entones M es dependiente de Yo e in-dependiente de Ym. Para este aso, el proeso que genera a los valores faltantes esllamado aleatorio (MAR). Bajo este supuesto, las inferenias estad��stias obtenidason modelos basados en verosimilitud y on GEE ponderadas son v�alidas. La di-�ultad de las GEE ponderadas es que a�un requieren iertas suposiiones sobre el



20meanismo de datos faltantes, y adem�as, todav��a no se enuentran implementadas enla mayor��a del software estad��stio disponible.Si P(MjY) = P(MjYm) para toda Yo, entones M es dependiente de Ym e in-dependiente de Yo. Para este aso, el proeso que genera a los valores faltantes esllamado no aleatorio o no ignorable (NMAR). Aqu�� es neesario un an�alisis m�as om-plejo para modelar P(MjY). Bajo este supuesto, las inferenias estad��stias obtenidason modelos basados en verosimilitud y on GEE suelen ser sesgadas y deben tomarseon autela.Un an�alisis en presenia de muhos datos faltantes debe haerse on preaui�on.Generalmente, poo se sabe del proeso que genera los valores faltantes, y las su-posiiones aera de �este no pueden ser veri�adas. En ausenia de un modelo delmeanismo de datos faltantes, al menos se pueden omparar los resultados de ana-lizar la base de datos ompleta on todos los valores disponibles, on los resultadosdel an�alisis usando s�olo la parte de la base de datos on grupos o sujetos sin valoresfaltantes. Si dihos resultados di�eren sustanialmente, las onlusiones deber�an sertentativas hasta que el meanismo de valores faltantes pueda ser modelado.Retomando el ejemplo del tratamiento que redue la exposii�on al sol de los ni~nos,ahora se analizar�a la base de datos ompleta que inluye a los sujetos on todassus respuestas y a los sujetos on respuestas faltantes. Como en este aso se tienenvalores faltantes tanto intermitentes omo dropouts, investigar el proeso espe���oque los genera puede resultar bastante omplejo. En su lugar, al menos omparemoslos resultados que nos arroje este nuevo an�alisis on los resultados del an�alisis previode la sei�on anterior. A ontinuai�on se muestra el reporte del ajuste del modelomarginal probit.



21Tabla 2.7: Estimadores GEE on estrutura de orrelai�on AR(1).Par�ametro Estimador Error Est. Valor PInterepto 1.40400 0.11366 0.00000tiempo -0.34689 0.04783 0.00000Tratamiento 0.12814 0.17200 0.45627tiempo:Trat 0.02874 0.07141 0.68736� 0.37794 0.04631 0.00000El valor del par�ametro de orrelai�on � se mantiene pr�atiamente igual que en elan�alisis previo. Por otro lado, la interai�on del tratamiento on el tiempo de nuevono es signi�ativa, por lo que no hay evidenia su�iente de que la propori�on derespuestas favorables dereza a una tasa mayor en el grupo de ontrol. Se ajustar�a denuevo el modelo sin esta interai�on.Tabla 2.8: Estimadores GEE on estrutura de orrelai�on AR(1).Par�ametro Estimador Error Est. Valor PInterepto 1.37560 0.09279 0.00000tiempo -0.33336 0.03562 0.00000Tratamiento 0.18948 0.08526 0.02625� 0.37803 0.04655 0.00000Contrario al an�alisis previo, on este nuevo ajuste y a un nivel de signi�aniaest�andar del 0.05, resulta que ahora el tratamiento s�� es estad��stiamente signi�ativo.Es deir, las proporiones de respuestas favorables son mayores en el grupo intervenidoque en el grupo de ontrol; aunque no por muho, pues on el tratamiento s�olo seobtienen exp(0.18948) � 1.21 vees m�as respuestas favorables que sin �el. Esto tambi�enpuede verse del heho de que el tratamiento no sea signi�ativo al 0.01. Sin embargo,



22lo que s�� se puede a�rmar ateg�oriamente, es que dihas proporiones dereen onel tiempo para ambos grupos.Entones, el modelo marginal probit resultante es��1[P (Yt = 1)℄ = 1.37560� 0.33336 tiempo + 0.18948 TratamientoFinalmente, las probabilidades marginales estimadas de respuestas favorables semuestran a ontinuai�on.Tabla 2.9: Probabilidades marginales estimadas de respuestas favorables.Probabilidades estimadasGrupo A~no 1 A~no 2 A~no 3Control 0.851 0.761 0.646Tratamiento 0.891 0.816 0.714Las diferenias obtenidas entre los resultados de ambos ajustes on GEE, mues-tran la importania de inluir en el an�alisis a los sujetos on respuestas faltantes,ya que sus respuestas observadas siguen aportando su�iente informai�on al modelo.Sin embargo, on GEE las inferenias ser�an v�alidas si el proeso de datos faltanteses MCAR. Desafortunadamente, en la pr�atia, la distini�on entre MCAR y MARusualmente no puede haerse on muha erteza. Esta es la gran desventaja del m�eto-do de GEE ante valores faltantes por asumir una suposii�on tan restritiva omo loes MCAR.



Cap��tulo 3Modelos de Transii�on y GLM
En un modelo de transii�on, la orrelai�on entre las observaiones y0; y1; y2; : : :,se identi�a omo la inuenia expl��ita que ejeren las observaiones previasyt�1; yt�2; : : :, sobre la observai�on atual yt. Si estas observaiones previas son trata-das omo variables expliativas adiionales, es laro que la orrelai�on entre observa-iones se puede modelar junto on el proeso de regresi�on est�andar entre la respuestaatual y dem�as variables expliativas. En la regresi�on se modelan distribuiones on-diionales de transii�on, que son las probabilidades de obtener ierta respuesta, dadasrespuestas anteriores y valores espe���os de posibles variables expliativas.3.1. Cadenas de Markov de Tiempo DisretoSea un espaio de estados �nito S = fs1; s2; : : : ; sNg donde ada si representa unestado, y sea fYtg = Y0; Y1; Y2; : : :, una suesi�on tal que la variable aleatoria Y tomavalores de S en el tiempo t = 0; 1; 2; : : : , respetivamente. Se de�ne lo siguiente.Un vetor de probabilidades en el tiempo t denotado por p(t) = [p(t)1 p(t)2 � � � p(t)N ℄,donde p(t)i = Pr(Yt = si) es la probabilidad marginal. Si se umple lo siguiente23



24PNi=1 p(t)i = 1 8t, entones el vetor de probabilidades es una distribui�on. Ap(0) se le llama distribui�on iniial.Una matriz de transii�on entre los tiempos t� 1 y t on t > 0 denotada porP(t) = 26664 p(t)11 p(t)12 � � � p(t)1Np(t)21 p(t)22 � � � p(t)2N... ... . . . ...p(t)N1 p(t)N2 � � � p(t)NN
37775 ;donde p(t)ij = Pr(Yt = sjjYt�1 = si) es la probabilidad de transii�on. Si se umpleque PNj=1 p(t)ij = 1 8i, entones la matriz de transii�on es esto�astia. P(0) sede�ne omo la matriz identidad, esto es, P(0) = I.La suesi�on fYtg es una adena de Markov (CM) on distribui�on iniial p(0) yon matries de transii�on esto�astias P(t) si umple on la siguiente propiedadde Markov.Pr(Yt = sjjYt�1 = si; : : : ; Y0 = s0) = Pr(Yt = sjjYt�1 = si) = p(t)ij 8t;donde Pr(Yt�1 = si; : : : ; Y0 = s0) > 0. Es deir, la probabilidad de que Ytome ierto valor de S en un tiempo dado, s�olo depende de �este valor y delvalor preedente. Si P(t) es invariante en el tiempo, P(t) = P(t+1) = P 8t > 0,entones se die que la CM es homog�enea. En aso ontrario, tenemos una CMno homog�enea. La propiedad de Markov de�ne la \memoria" u \orden" de laadena, que en este aso es igual a uno.Una CM de orden k es aquella que umple on la siguiente propiedad de Markovgeneralizada para toda t.Pr(Yt = stjYt�1 = st�1; : : : ; Y0 = s0) = Pr(Yt = stjYt�1 = st�1; : : : ; Yt�k = st�k):



25Algunas vees es posible desomponer el espaio de estados de una CM en sub-onjuntos m�as peque~nos llamados lases, ada una de las uales es relativamente m�asf�ail de tratar, y una vez juntas dan un mejor entendimiento de la adena ompleta.El heho de que de un estado si se puede pasar a un estado sj on pij > 0, sedenota omo si ! sj. Se die que un estado si se omunia on un estado sj si seumple que si ! sj y sj ! si. Es laro que si ! sj y sj ! sk implia que si ! sk.Entones, una lase es el onjunto de estados que se omunian entre s�� en formadireta o a trav�es de tereros estados.Se die que una lase es errada si una vez entrando en ella ya no es posible salirde la misma. Una lase es reurrente (o persistente) sii es una lase errada, en asoontrario es una lase transitoria. Si una lase reurrente se ompone de un s�olo estadosi, �este es llamado estado absorbente, donde pii = 1. Los estados no absorbentes sonllamados transitorios, donde 0 � pii < 1. Una CM es absorbente si tiene al menos unestado absorbente.Una CM es irredutible si su espaio de estados no puede ser desompuesto enlases m�as peque~nas, por lo que el espaio de estados forma una sola lase, en la quesiempre se puede pasar de ualquier estado a ualquier otro estado on probabilidadde transii�on positiva. Un resultado importante es que una CM irredutible on unespaio de estados �nito, es siempre reurrente.Por ejemplo, en la siguiente CM absorbente
P = 26666664 12 12 0 0 0 00 0 1 0 0 013 0 0 13 13 00 0 0 1 0 00 0 0 0 0 10 0 0 0 1 0

37777775



26uyo diagrama orrespondiente es
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1las lases son fs1; s2; s3g, fs4g y fs5; s6g, donde fs1; s2; s3g es una lase transitoria,s4 es un estado absorbente y fs5; s6g es una lase reurrente.Uno de los prinipales objetivos en el an�alisis de una CM es el �alulo de distribu-iones futuras dadas las matries de transii�on y distribuiones preedentes. Para unaCM no homog�enea las distribuiones subseuentes se obtienen de la siguiente manera.p(1) = p(0)P(1); p(2) = p(1)P(2) = p(0)P(1)P(2); : : :En general, p(n) = p(n�1)P(n) = p(0)P(1) � � �P(n):En aso de que la CM sea homog�enea se tiene quep(1) = p(0)P; p(2) = p(1)P = p(0)P2; : : :En general, p(n) = p(n�1)P = p(0)Pn;donde la matriz Pn es llamada matriz de transii�on de n pasos. Si P es positiva (sinelementos ero) y onforme n se inrementa, p(n) se aproxima a un estado estable o



27distribui�on de equilibrio que satisfae p = pP. Tambi�en se pueden usar los t�erminosestaionaria o invariante on el mismo signi�ado. Otro resultado importante, es quetoda CM reurrente tiene asoiada una �unia distribui�on de equilibrio positiva.3.2. Modelos de Transii�onLos modelos de transii�on son una extensi�on de los GLMs que desriben la distribui�onondiional de ada respuesta yit omo una funi�on expl��ita de las respuestas previasyit�1; yit�2; : : : ; yi0 y de las variables expliativas xit. Se supondr�a el aso en el quelos tiempos de observai�on est�an igualmente espaiados. Para simpli�ar la notai�on,se denota la historia de las respuestas previas y el valor pasado y presente de lasvariables expliativas para el sujeto i al tiempo t omoHit = fyit�1; yit�2; : : : ; yi0; xit; xit�1; : : : ; xi0g:Los modelos de transii�on m�as usuales son los que siguen una estrutura tipo CM deorden k, en los uales la distribui�on ondiional de yit dada Hit s�olo depende de lask respuestas previasHit = fyit�1; yit�2; : : : ; yit�k; xit; xit�1; : : : ; xit�kg:Al n�umero natural k se le llama orden del modelo de transii�on.Como las distribuiones ondiionales perteneen a la familia exponenial, la pdfondiional tiene la formaf(yitjHit) = exp�yit�it � b(�it)a(�) + (yit; �)� ; (3.1)donde a(�), b(�) y (�) son funiones onoidas. La media y varianza ondiionales son�it = E(YitjHit) = b0(�it) y vit = var(YitjHit) = b00(�it)a(�):



28Las funiones de enlae g y varianza V satisfaeng(�it) = xTit� + sXr=1 fr(Hit;�) y vit = V (�it);donde fr(�) es una funi�on adeuada del vetor de los oe�ientes de regresi�on de lasrespuestas previas �.Es deir, el modelo de transii�on expresa la media ondiional omo una ombi-nai�on lineal de las variables expliativas y las respuestas previas, que simplementeson tratadas omo variables expliativas adiionales. Se asume que el pasado afetaal presente a trav�es de la suma de s t�erminos, ada uno de los uales puede dependerde los k valores previos.Los modelos de transii�on tambi�en pueden ser ajustados usando m�axima vero-similitud. La distribui�on onjunta de las respuestas Yi0; : : : ; Yini, se fatoriza de laforma f(yi0; : : : ; yini) = f(yi0) f(yi1jyi0) f(yi2jyi1; yi0) � � �f(yinijyini�1; : : : ; yi0);mientras que en una CM de orden k se tienef(yitjyit�1; : : : ; yi0) = f(yitjyit�1; : : : ; yit�k);por lo que la ontribui�on del sujeto i a la funi�on de verosimilitud de un modelo deorden k es f(yi0; : : : ; yini) = f(yi0; : : : ; yik�1) niYt=k f(yitjyit�1; : : : ; yit�k);que al introduir expl��itamente las variables expliativas queda omoLi(�;�jyi0; : : : ; yini;x) = f(yi0; : : : ; yik�1;x) niYt=k f(yitjHit):



29En la funi�on de verosimilitud anterior, la distribui�on ondiional f(yitjHit)est�a espei�ada por la euai�on (3.1), mientras que la verosimilitud de la distribu-i�on marginal f(yi0; : : : ; yik�1;x) no est�a espei�ada diretamente. Para un modelode respuestas ontinuas, en el que Yi0; : : : ; Yik�1 es normal multivariada y la estruturade ovarianza para Yit es d�ebilmente estaionaria, la distribui�on marginal puede serdeterminada en su totalidad de la distribui�on ondiional sin introduir par�ametrosdesonoidos adiionales. Por lo tanto, una funi�on de verosimilitud ompleta puedeser usada para ajustar modelos autorregresivos Gaussianos.Por otro lado, para modelos de respuestas ateg�orias, la distribui�on marginal nopuede ser espei�ada de la distribui�on ondiional sin suposiiones adiionales, porlo que una funi�on de verosimilitud ompleta no est�a disponible. Sin embargo, unaalternativa para estimar � y � es maximizar la funi�on de verosimilitud ondiionalL(�;�jy1; : : : ; yn;x) = nYi=1 niYt=k f(yitjHit): (3.2)Cuando se maximiza (3.2) se presentan dos asos distintos a onsiderar. En el primeraso, fr(Hit;�) = �rfr(Hit), por lo que la funi�on de enlae es una ombinai�on linealde � y � y el proedimiento para obtener sus MLEs ondiionales es el est�andarpara GLM's de datos independientes. Simplemente se hae una regresi�on entre Yit yel vetor de variables expliativas extendidas (xit; f1(Hit); : : : ; fs(Hit)) de dimensi�onp+ s. Este aso es el que onsidera al modelar respuestas binarias.El segundo aso ourre uando fr(Hit;�;�) = �rfr(Hit;�), y se onsidera almodelar, por ejemplo, respuestas ontables. Un algoritmo de estimai�on para esteaso proporiona las siguientes euaiones estimadoras ondiionales.nXi=1 niXt=k yit � �itV(�it) ���it�Æ � = 0;



30donde Æ = (�;�). Estas euaiones estimadoras son el an�alogo ondiional de laseuaiones (2.20). Se puede a�un formular el proedimiento de estimai�on en base aIRLS.3.3. Modelos de Transii�on de Respuestas BinariasUn modelo de transii�on de primer orden para respuestas binarias omprende unaCM on un espaio de estados f0; 1g y matries de transii�on entre los tiempos t� 1y t on t > 0 dadas por P(t) = 24 p(t)00 p(t)01p(t)10 p(t)11 35 ;donde p(t)ab = Pr(Yit = bjYit�1 = a); a; b = 0; 1 son las probabilidades de transii�on.En la parte de regresi�on, se modelan las probabilidades de transii�on en funi�onde las variables expliativas y las respuestas previas. Por ejemplo, en un modelo deregresi�on probit tenemos que�it = E(YitjYit�1) = Pr(Yit = 1jYit�1 = a); a = 0; 1 yvit = V(YitjYit�1) = �it(1� �it);on funi�on de enlaeg(�it) = probit(�it) = ��1(�it) = xTit� + yit�1xTit�;donde se inluye la interai�on de las variables expliativas on la respuesta previa.Para un modelo sin interai�on, el t�ermino yit�1xTit� = � yit�1; es deir, las varia-bles expliativas tienen el mismo efeto en la probabilidad de la respuesta, a�un si larespuesta previa es igual a ero o igual a uno.



31Bajo este modelo, las matries de transii�on quedan espei�adas omoP(t) = " �(�xTit�) �(xTit�)�(�xTit� � xTit�) �(xTit� + xTit�) # :Un modelo de transii�on de segundo orden est�a araterizado por la matrizYitYit�2 Yit�1 0 10 0 p000 p0010 1 p010 p0111 0 p100 p1011 1 p110 p111donde pab = Pr(Yit = jYit�1 = b; Yit�2 = a); a; b;  = 0; 1 son las probabilidadesde transii�on. An�alogamente al modelo de primer orden, en un modelo de regresi�onprobit tenemos que�it = E(YitjYit�1; Yit�2) = Pr(Yit = 1jYit�1 = b; Yit�2 = a); a; b = 0; 1 yvit = V(YitjYit�1; Yit�2) = �it(1� �it);on funi�on de enlaeg(�it) = probit(�it) = ��1(�it) = xTit� + yit�1xTit�1 + yit�2xTit�2 + yit�1yit�2xTit�3;donde se inluyen todas las interaiones de las variables expliativas on las respues-tas previas.Un aso espeial importante del modelo anterior ourre uando no hay interaio-nes entre las respuestas pasadas y las variables expliativas, por lo que la funi�on deenlae queda omog(�it) = probit(�it) = ��1(�it) = xTit� + �1 yit�1 + �2 yit�2 + �3 yit�1yit�2:



32En este aso, las respuestas previas afetan la probabilidad de una respuesta positiva,pero los efetos de las variables expliativas son los mismos sin haer aso de lahistoria. Inluso en esta situai�on, a�un se debe esoger entre modelos de transii�on dediferente orden. Por ejemplo, se podr��a empezar on un modelo de terer orden quepuede ser esrito de la forma��1(�it) = xTit� + �1 yit�1 + �2 yit�2 + �3 yit�3+ �4 yit�1yit�2 + �5 yit�1yit�3 + �6 yit�2yit�3 + �7 yit�1yit�2yit�3:Un modelo de segundo orden puede ser utilizado si los datos son onsistentes on�3 = �5 = �6 = �7 = 0; un modelo de primer orden estar�a impliado si se umpleque �r = 0 para r = 2; : : : ; 7. Como todo oe�iente de regresi�on, la interpretai�on yvalor de � depende de las otras variables expliativas en el modelo, en partiular enaquellos en los que las respuestas previas han sido inluidas. Cuando las infereniasaera de � son el objetivo estad��stio, es primordial revisar su sensibilidad respetoal orden asumido en el modelo de transii�on.3.4. Apliai�on al Ejemplo IlustrativoRetomando el an�alisis del tratamiento que intenta reduir la exposii�on al sol de losni~nos, s�olo se modelar�a la parte de la base de datos uyos sujetos tienen sus tresrespuestas ompletas lasi�adas omo se muestra en la Tabla 3.1.En la tabla 3.2 se reportan las proporiones muestrales para las uatro matries detransii�on de primer orden que se tienen. Por ejemplo, de la Tabla 3.1, la propori�onde respuestas favorables (odi�adas omo 1) para el grupo de ontrol al segundo a~node seguimiento, dado que la respuesta previa fue no favorable (odi�ada omo 0), esde (4 + 5)=(13 + 3 + 4 + 5) = 0.36.



33Tabla 3.1: Clasi�ai�on de las respuestas ompletas por grupo.Respuestas en tres a~nosGrupo 000 001 010 011 100 101 110 111 TotalControl 13 3 4 5 32 20 26 129 232Tratamiento 9 4 7 3 18 18 32 143 234Tabla 3.2: Proporiones de transii�on muestrales.A~no 2 A~no 3Grupo A~no previo 0 1 0 1Control 0 0.6400 0.3600 0.6618 0.33821 0.2512 0.7488 0.1829 0.8171Tratamiento 0 0.5652 0.4348 0.5510 0.44901 0.1706 0.8294 0.2108 0.7892De la tabla 3.2 se puede observar que la propori�on de respuestas favorables apa-rentemente (1) es similar on el tiempo para ambos grupos; (2) es mayor si la respuestaprevia es tambi�en favorable; y (3) es ligeramente mayor en el grupo intervenido queen el grupo de ontrol. Para averiguar que tan iertas son las aseveraiones de estean�alisis exploratorio y as�� determinar si las diferenias presentes entre grupos y entrea~nos son estad��stiamente signi�ativas, se har�a uso de un modelo de transii�on onfuni�on de enlae probit. Para ajustar el modelo on GLM se utilizar�a la funi�on glmimplementada en el software estad��stio R.Primero se ajustaron modelos on todo tipo de interaiones, y al veri�ar queninguna de ellas era estad��stiamente signi�ativa se eliminaron del modelo. En laTabla 3.3 se muestra el reporte del ajuste del modelo probit sin interaiones.



34Tabla 3.3: Estimadores GLM on funi�on de enlae probit.Par�ametro Estimador Error Est. Valor PInterepto -0.42373 0.27442 0.123tiempo 0.02800 0.09337 0.764Tratamiento 0.14217 0.09136 0.120Previo 1.10852 0.11435 0.000Como podemos ver, no hay evidenia su�iente para suponer que las proporionesde respuestas favorables sean diferentes on el tiempo o mayores en el grupo interve-nido. Sin embargo, lo que s�� se puede a�rmar, es que dihas proporiones aumentanfuertemente si la respuesta previa es tambi�en favorable. Entones, el modelo marginalprobit es��1[Pr(Yit = 1jYit�1 = Previo)℄ = � 0.4237 + 0.028 tiempo+ 0.1422 Tratamiento + 1.1085 Previodonde � es la CDF normal est�andar.Finalmente, las probabilidades de transii�on estimadas se muestran a ontinua-i�on. Tabla 3.4: Probabilidades de transii�on estimadas.A~no 2 A~no 3Grupo A~no previo 0 1 0 1Control 0 0.6435 0.3565 0.6330 0.36701 0.2294 0.7706 0.2210 0.7790Tratamiento 0 0.5892 0.4108 0.5783 0.42171 0.1886 0.8114 0.1812 0.8188



35La desventaja de los modelos de transii�on bajo esta propuesta de Diggle et al.(1994), es que no pueden inluirse sujetos on datos faltantes, lo ual provoa p�erdidade informai�on relevante. Esto se debe a que el ajuste del modelo se hae sobreproporiones obtenidas s�olo de freuenias observadas. Por ejemplo, en este aso, elajuste del modelo de transii�on se hizo sobre las proporiones de la Tabla 3.2 obtenidasde las freuenias de la Tabla 3.1.



Cap��tulo 4Modelos Marginales y deTransii�on on C�opulas
Las �opulas son funiones C que relaionan, juntan -o bien \opulan"- funionesde distribui�on onjuntas multivariadas on sus funiones de distribui�on marginalesunivariadas. Esto es,C : (0; 1)m ! (0; 1) j C [F1(y1); F2(y2); : : : ; Fm(ym)℄ = F (y1; y2; : : : ; ym):Las �opulas fueron presentadas originalmente por Sklar (1959) quien resolvi�o algunosproblemas formulados por M. Fr�ehet sobre la relai�on entre una funi�on de distribu-i�on onjunta y sus funiones de distribui�on marginales. En este sentido las �opulasproporionan una estrutura general uni�adora para el modelado de distribuionesmultivariadas. En la atualidad, las �opulas se han onvertido en una poderosa y po-pular herramienta de modelado multivariado en muhos ampos de la investigai�on,sobre todo donde la dependenia entre varias variables aleatorias es de gran inter�es ypara las uales la suposii�on de normalidad multivariada puede ser uestionable.
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374.1. C�opulas Bivariadas4.1.1. Coneptos B�asiosEl siguiente teorema de Sklar (1959) es entral en la teor��a de �opulas y es el fun-damento para muhas, si no es que la mayor��a, de las apliaiones de diha teor��a ala estad��stia. Este teorema alara el rol que juegan las �opulas en la relai�on entrefuniones de distribui�on multivariadas y sus marginales univariadas.Teorema 4.1 (Sklar) Sean Y1 y Y2 variables aleatorias on funi�on de distribui�ononjunta F y funiones de distribui�on marginales F1 y F2, respetivamente. Entonesexiste una �opula C tal que satisfaeF (y1; y2) = C [F1(y1); F2(y2)℄ ; (4.1)para toda y1; y2 2 R. Si F1 y F2 son ontinuas, entones C es �unia sobre rangoF1�rangoF2. Inversamente, si C es una �opula y F1, F2 son funiones de distribui�on,entones F de�nida en la euai�on (4.1) es una funi�on de distribui�on onjunta onmarginales F1 y F2.La euai�on (4.1) proporiona una expresi�on para funiones de distribui�on on-juntas en t�erminos de una �opula y dos funiones de distribui�on marginales. Pero(4.1) puede ser invertida para expresar las �opulas en t�erminos de una funi�on dedistribui�on onjunta y las inversas de las dos funiones de distribui�on marginales.Sin embargo, si una marginal no es estritamente reiente entones no tiene unainversa en el sentido usual. Esto proporiona un m�etodo de onstrui�on de �opulas apartir de funiones de distribui�on onjuntas. Si v1 = F1(y1) y v2 = F2(y2), entonesy1 = F�11 (v1) y y2 = F�12 (v2). Por lo tanto,C(v1; v2) = F (F�11 (v1); F�12 (v2)): (4.2)



38Una �opula bivariada es una funi�on C : (0; 1)2 ! (0; 1) que satisfae las siguientespropiedades:Para todo v1; v2 en (0; 1), l��mvj!1C(v1; v2) = v3�j;l��mvj!0C(v1; v2) = 0;donde j = 1; 2.Para todo u1; u2; w1; w2 en (0; 1) tales que u1 � u2 y w1 � w2,C(u2; w2)� C(u2; w1)� C(u1; w2) + C(u1; w1) � 0:Debido a esta �ultima propiedad, algunos autores se re�eren a la �opula C omobi-reiente o uasi-mon�otona.Aqu�� un heho importante es que una �opula es tambi�en reiente en ada uno de susargumentos.Por otro lado, es posible demostrar que si C es una �opula, entones para todo(v1; v2) en (0; 1)2,W (v1; v2) = m�axfv1 + v2 � 1; 0g � C(v1; v2) � m��nfv1; v2g = M(v1; v2):donde W y M son tambi�en �opulas. Como una onseuenia del teorema de Sklar,si Y1 y Y2 on variables aleatorias on una funi�on de distribui�on onjunta F ymarginales F1 y F2, respetivamente, entones para todo (y1; y2) 2 R2 ,m�axfF1(y1) + F2(y2)� 1; 0g � F (y1; y2) � m��nfF1(y1); F2(y2)g:Esta desigualdad es onoida omo la desigualdad de las otas de Fr�ehet-Hoe�ding,y las funiones W y M omo las otas inferior y superior, respetivamente.



39Tambi�en se puede estableer la ontinuidad uniforme de las �opulas en su do-minio v��a una ondii�on de Lipshitz en (0; 1)2 de la forma siguiente. Para todo(u1; u2); (w1; w2) en (0; 1)2,jC(u2; w2)� C(u1; w1)j � ju2 � u1j+ jw2 � w1j:Esto implia que la representai�on gr�a�a de una �opula sea una super�ie ontinuaz = C(u; v) dentro del ubo unitario (0; 1)3; y situada entre las gr�a�as de las otasde Fr�ehet z = W (u; v) y z = M(u; v), omo se muestra en la Figura 4.1. Comoejemplo, se inluy�o la gr�a�a de una �opula importante llamada �opula produto o�opula independiente z = �(u; v) = uv.
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uFigura 4.1: Gr�a�as y diagramas de ontornos de las �opulas W , � y M .Se puede hablar de un orden parial en el onjunto de �opulas llamado ordenonordante, en el que W y M son las opulas m��nima y m�axima, respetivamente.Es un orden parial y no un orden total porque no todo par de �opulas es omparable.



40Con una extensi�on apropiada de su dominio a R2 , toda �opula bivariada es unafuni�on de distribui�on onjunta on funiones de distribui�on marginales uniformesen (0; 1). Es deir, si C es una �opula en (0; 1)2, se extiende a R2 por medio de FCde�nida omo
FC(x; y) = 8>>>>>>><>>>>>>>:

0 : x � 0 o y � 0C(x; y) : (x; y) 2 (0; 1)2x : y � 1; x 2 (0; 1)y : x � 1; y 2 (0; 1)1 : x � 1 y y � 1Entones, FC es una funi�on de distribui�on onjunta on funiones de distribui�onmarginales uniformes U(0,1). De heho, on bastante freuenia es �util pensar enlas �opulas omo la restrii�on a (0; 1)2 de funiones de distribui�on onjuntas uyasmarginales son U(0,1). En la siguiente �gura se muestra la gr�a�a de la super�iez = FC(x; y), donde C(x; y) = �(x; y) = xy omo aso espeial.
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z = Fc(x,y)

Figura 4.2: Gr�a�a de z = FC(x; y).



41Finalmente, veamos iertos resultados importantes on respeto a las derivadaspariales de las �opulas. Si F1(y1), F2(y2) y la �opula C(v1; v2) son difereniables,entones la funi�on de densidad onjunta de (Y1; Y2) puede expresarse omo:f(y1; y2) = �2F (y1; y2)�y1�y2= ��y1 � ��y2C [F1(y1); F2(y2)℄�= ��y1 � ��F2(y2)C [F1(y1); F2(y2)℄ � dF2(y2)dy2 �
= f2(y2) ��y1 � ��F2(y2)C [F1(y1); F2(y2)℄�= f2(y2) ��F1(y1) � ��F2(y2)C [F1(y1); F2(y2)℄� � dF1(y1)dy1= f1(y1)f2(y2) �2C [F1(y1); F2(y2)℄�F1(y1)�F2(y2)= f1(y1)f2(y2)  [F1(y1); F2(y2)℄ :donde f1(y1) y f2(y2) son las funiones de densidad marginales de Y1 y Y2, respeti-vamente; y  es la funi�on de densidad de la �opula. Como onseuenia, se tiene quela funi�on de densidad ondiional de Y2 dada Y1 puede onvenientemente expresarsede la siguiente forma:f(y2 j y1) = f(y1; y2)f1(y1) = f2(y2) [F1(y1); F2(y2)℄: (4.3)



424.1.2. Familias de C�opulas Param�etriasSi se tiene una olei�on de �opulas, entones, omo una onseuenia del teoremade Sklar, autom�atiamente se tiene una olei�on de distribuiones bivariadas o mul-tivariadas on ualesquiera distribuiones marginales que se desee. Claramente estopuede ser �util en modelado y simulai�on. Adem�as, la naturaleza no param�etria dela dependenia entre dos variables aleatorias es expresada por la �opula. Por esto, esonveniente tener una variedad de �opulas a nuestra disposii�on.Las dos lases de �opulas de un par�ametro m�as freuentemente usados son las�opulas el��ptias y las �opulas Arquimedianas. Una �opula el��ptia es la orrespon-diente a una distribui�on el��ptia; es deir, aquellas uya funi�on de densidad tieneontornos que son elipses on�entrios on exentriidad onstante. Estas �opulas seonstruyen por medio del m�etodo de inversi�on v��a (4.2).Dentro de las �opulas el��ptias, una familia importante es la Gaussiana o normalbivariada, que tiene la formaC�(v1; v2) = �2[��1(v1);��1(v2)℄; (v1; v2)T 2 (0; 1)2; (4.4)donde �2 es la funi�on de distribui�on normal bivariada on media (0; 0)T y varianzaom�un 1, por lo que la matriz de varianza-ovarianza es igual a la matriz de orrelai�onR, que es una matriz no singular de 2 � 2 uyos elementos fuera de la diagonalprinipal son los oe�ientes de orrelai�on de Pearson � 2 (�1; 1), y los elementosen la diagonal prinipal son iguales a uno. ��1 es la funi�on inversa de la funi�on dedistribui�on normal est�andar �. La funi�on de densidad de la �opula est�a dada por�(v1; v2) = �2[��1(v1);��1(v2)℄�[��1(v1)℄ �[��1(v2)℄ ;donde � es la funi�on de densidad normal est�andar y �2 es la funi�on de densidad



43normal bivariada de�nida omo�2(z) = (2�)�1jRj�1=2 exp��12zTR�1z� ; zT 2 R2 :N�otese que si Y1 y Y2 est�an normalmente distribuidas, la funi�on de densidad onjuntaresultante generada on la �opula Gaussiana se redue a la funi�on de densidad normalbivariada usual.Conforme a la euai�on (4.3) se tiene que la funi�on de densidad ondiional deY2 dada Y1 orrespondiente a la �opula Gaussiana est�a dada porf2j1(y2 j y1) = f2(y2) �2 [��1 (F1(y1)) ;��1 (F2(y2))℄� [��1 (F1(y1))℄ � [��1 (F2(y2))℄ :Despu�es de algo de �algebra laboriosa se puede demostrar quef2j1(y2 j y1) = f2(y2)p1� �2 exp��12 �(s2 � � s1)21� �2 � s22�� ;donde si = ��1[(Fi(yi)℄ para i = 1; 2.El uso de la �opula Gaussiana bivariada es atrativo ya que odi�a la depen-denia en la misma forma en que la distribui�on normal bivariada lo hae usando elpar�ametro de dependenia �, on la diferenia de que lo hae para variables aleatoriason ualesquiera marginales arbitrarias. Esta �opula tiene la apaidad de apturarel rango ompleto de dependenia ya que C�1 = W; C0 = � y C1 = M .Por otro lado, las �opulas Arquimedianas tienen un amplio rango de apliaionesen el modelado estad��stio por varias razones: (1) la failidad on la ual puedenser onstruidas; (2) la gran variedad de estruturas de dependenia presentes en lasfamilias de �opulas que perteneen a esta lase; y (3) las varias propiedades deseablesque poseen los miembros de esta lase. El t�ermino \Arquimediano" fue introduidopor Ling (1965) ya que esta lase de �opulas satisfaen el axioma Arquimediano paralos n�umeros reales positivos en su propia versi�on.



44As�� omo la �opula �(u; v) = uv puede expresarse omo el produto de sus ar-gumentos y funiones de �opula pueden expresarse omo el produto de funionesde sus argumentos �[C(u; v)℄ = �(u)�(v) para alguna funi�on �(t), tambi�en unafuni�on de �opula puede expresarse omo la suma de funiones de sus argumentos'[C(u; v)℄ = '(u)+'(v) para alguna funi�on '(t). Como el inter�es primordial es teneruna expresi�on que pueda ser usada para la onstrui�on de �opulas, se requiere resolverla relai�on '[C(u; v)℄ = '(u)+'(v) para C(u; v), esto es, C(u; v) = '�1['(u)+'(v)℄,donde '�1 es la funi�on inversa de '. Diho esto, se obtiene (y se puede probar) elsiguiente resultado.Una �opula Arquimediana tiene la formaC�(v1; v2) = '�1 ['(v1) + '(v2)℄ ; (v1; v2)T 2 (0; 1)2; (4.5)donde � es el par�ametro de dependenia y ' es una funi�on ontinua, dereiente yonvexa ' : (0; 1℄! [0;1) j '(1) = 0, llamada generador de la �opula C. Un genera-dor determina �uniamente una �opula Arquimediana. Por lo tanto, esta representai�onayuda a identi�ar la forma de la �opula.Algunas propiedades algebraias de una �opula Arquimediana C on generador 'son: C es sim�etria; C(v1; v2) = C(v2; v1) 8 v1; v2 2 (0; 1).C es asoiativa; C[C(v1; v2); w℄ = C[v1; C(v2; w)℄ 8 v1; v2; w 2 (0; 1).Si k > 0 es una onstante, entones k' es tambi�en un generador de C.En la Tabla 4.1 se muestran diferentes generadores junto on el rango de supar�ametro de dependenia, que determinan familias importantes de �opulas Arqui-medianas de un par�ametro.



45Tabla 4.1: Familias de �opulas Arquimedianas de un par�ametro.Generador '(t) Par�ametro � C�opula C�(v1;v2) Casos espeiales1 �log t No aplia v1v2 �2 1�t No aplia m�axfv1+v2�1;0g W3 (�log t)� � � 1 exp��[(� log v1)�+(� log v2)�℄1=�� C1=�; C1=M4 t���1 � > 0 (v��1 +v��2 �1)�1=� C0=�; C1=M5 �log[1�(1�t)�℄ � � 1 1�[(1�v1)�+(1�v2)��(1�v1)�(1�v2)�℄1=� C1=�; C1=M6 �log exp(�t)�1exp(�)�1 � 6= 0 � 1� logn1+ [exp(�v1)�1℄[exp(�v2)�1℄exp(�)�1 o C�1=W; C0=�C1=MNota: La �opula M no es Arquimediana.La familia 3 fue introduida por Gumbel (1960), por lo que muhos autores sere�eren a ella omo la familia Gumbel. Sin embargo, dado que el nombre de Gumbelest�a asoiado a otra familia Arquimediana que tambi�en aparee en Hougaard (1986),Huthinson y Lai (1990) se re�eren a ella omo la familia Gumbel-Hougaard.La familia 4 fue presentada por Clayton (1978), Oakes (1982, 1986), Cox yOakes (1984), y Cook y Johnson (1981, 1986). Genest y MaKay (1986) le llama-ron la familia Cook-Johnson generalizada; Huthinson y Lai (1990) le llamaron lafamilia Pareto; mientras que Genest y River (1993) le llamaron la familia Clayton.La familia 5 es presentada en Joe (1993, 1997), y aparee en Frank (1981).La familia 6 es la familia Frank, la ual es introduida en Frank (1979) en unontexto no estad��stio. Algunas de las propiedades estad��stias de esta familia fueronpresentadas en Nelsen (1986) y Genest (1987).



464.1.3. Medidas de DependeniaLa estrutura de dependenia entre variables aleatorias representada por las �opulaspermite un amino f�ail en el estudio de las medidas de dependenia o asoiai�onentre dihas variables aleatorias. Existen varias formas de desribir y medir esta de-pendenia. En lo que respeta al t�ermino de \oe�iente de orrelai�on", generalmenteen la literatura es apliado para referirse a una medida de dependenia lineal entrevariables aleatorias omo es el aso del oe�iente de orrelai�on de Pearson, mientrasque el t�ermino de \medida de dependenia" es usado para las medidas tales omo latau de Kendall y la rho de Spearman, las uales \miden" una forma de dependeniaonoida omo onordania.De manera informal, un par de variables aleatorias son onordantes si valoresgrandes (peque~nos) de una de ellas tienden a estar asoiados on valores grandes(peque~nos) de la otra. Es deir, sean (xi; yi) y (xj; yj) dos observaiones de un vetor(X; Y ) de variables aleatorias ontinuas. Se die que (xi; yi) y (xj; yj) son onordantessi xi < xj y yi < yj, o xi > xj y yi > yj. Similarmente, se die que (xi; yi) y (xj; yj)son disordantes si xi < xj y yi > yj, o xi > xj y yi < yj. Alternativamente, (xi; yi) y(xj; yj) son onordantes si (xi�xj)(yi�yj) > 0 y disordantes si (xi�xj)(yi�yj) < 0.1. Coe�iente de orrelai�on de PearsonEsta medida de dependenia lineal es la forma m�as tradiional para evaluar laasoiai�on entre dos variables aleatorias ontinuas Y1 y Y2 en una distribui�onbivariada. Se de�ne omo Cov(Y1; Y2)[Var(Y1) Var(Y2)℄1=2 (4.6)El uso del oe�iente de orrelai�on de Pearson es onveniente pues es muy f�ailde alular y es una medida natural de dependenia en distribuiones el��ptias;



47de heho, a menudo es usado en la familia Gaussiana o normal bivariada. Sinembargo, para algunos asos de parejas aleatorias ontinuas uyas distribuionesno son el��ptias, la utilidad de este oe�iente es dudosa pues su valor dependeno solo de la �opula sino tambi�en de las distribuiones marginales, por lo quees afetado por ambios de esala no lineales.2. La tau de KendallLa versi�on muestral de esta medida de dependenia se de�ne en t�erminos de laonordania omo sigue: Sea f(x1; y1); (x2; y2); : : : ; (xn; yn)g una muestra alea-toria de n pares de observaiones de un vetor (X; Y ) de variables aleatoriasontinuas; y sean  y d el n�umero de pares onordantes y disordantes, respe-tivamente. Entones, la tau de Kendall para la muestra se de�ne omo� = � d+ d = + d � d+ d:Equivalentemente, � es la probabilidad de onordania menos la probabilidadde disordania para un par de observaiones (xi; yi) y (xj; yj) que son elegidasaleatoriamente de la muestra. Por lo que la versi�on poblaional de la tau deKendall para un vetor (X; Y ) de variables aleatorias ontinuas on funi�on dedistribui�on onjunta F se de�ne en base a diha diferenia. Sean (X1; Y1) y(X2; Y2) vetores aleatorios independientes e id�entiamente distribuidos, adauno on funi�on de distribui�on onjunta F . Entones, la tau de Kendall parala poblai�on se de�ne omo� = Pr[(X1 �X2)(Y1 � Y2) > 0℄� Pr[(X1 �X2)(Y1 � Y2) < 0℄= 2Pr[(X1 �X2)(Y1 � Y2) > 0℄� 1: (4.7)Se puede demostrar que si X y Y son variables aleatorias ontinuas uya �opulade un par�ametro es C�, entones en t�erminos de la �opula la tau de Kendall



48poblaional para X y Y se expresa omo�� = 4 ZZI2 C�(v1; v2) dC�(v1; v2)� 1; (4.8)donde dC�(v1; v2) = �(v1; v2)dv1dv2.En aso de que C� sea una �opula Arquimediana generada por ', entones latau de Kendall est�a dada por�� = 1 + 4 Z 10 '(t)'0(t)dt: (4.9)La tau de Kendall � 2 [�1; 1℄ on � = 0 si X y Y son variables aleatoriasindependientes.3. La rho de SpearmanAl igual que la tau de Kendall, la versi�on poblaional de esta medida de depen-denia est�a basada en onordania y disordania. Para obtenerla, sean ahora(X1; Y1); (X2; Y2), y (X3; Y3) tres vetores aleatorios independientes on unafuni�on de distribui�on onjunta om�un F . Entones la rho de Spearman po-blaional se de�ne omo proporional a la probabilidad de onordania menosla probabilidad de disordania para los dos vetores (X1; Y1) y (X2; Y3); es de-ir, un par de vetores on las mismas marginales, pero un vetor tiene funi�onde distribui�on F , mientras las omponentes de los otros son independientes:� = 3fPr[(X1 �X2)(Y1 � Y3) > 0℄� Pr[(X1 �X2)(Y1 � Y3) < 0℄g; (4.10)donde 3 es un oe�iente de normalizai�on. (Se pudo haber usado el par (X3; Y2)igual de bien). Se puede demostrar que si X y Y son variables aleatorias onti-nuas uya �opula de un par�ametro es C�, entones en t�erminos de la �opula larho de Spearman poblaional para X y Y se expresa omo�� = 12 ZZI2 v1v2 dC�(v1; v2)� 3 = 12 ZZI2 C�(v1; v2)dv1dv2 � 3: (4.11)



49En la Tabla 4.2 se muestran algunas familias de �opulas junto on las medidas dedependenia tau de Kendall y rho de Spearman orrespondientes. En el aso de lafamilia Frank se usan las funiones llamadas \Debye", de�nidas omoDk(x) = kxk Z x0 tket � 1dt y Dk(�x) = Dk(x) + kxk + 1 ; para k = 1; 2:Tabla 4.2: Familias de �opulas y sus medidas de dependenia.Familia Par�ametro tau de Kendall � rho de Spearman �Normal �1 � � � 1 (2=�) sen�1(�) (6=�) sen�1(�=2)Gumbel � � 1 (��1)=� Sin forma erradaClayton � > 0 �=(�+2) Forma ompliadaFrank � 6= 0 1� 4� [D1(��)�1℄ 1� 12� [D2(��)�D1(��)℄
Un punto a destaar de la tabla anterior es que hay una relai�on uno-a-uno entre elpar�ametro de dependenia y las orrespondientes medidas de dependenia. Adem�as,podemos ver que las familias Clayton y Gumbel s�olo permiten modelar dependeniapositiva, mientras que las familias Normal y Frank permiten modelar dependeniatanto positiva omo negativa.En la Tabla 4.3 se dan los valores de los par�ametros de dependenia de algunasfamilias de �opulas que orresponden a valores dados de la tau de Kendall y de larho de Spearman de 0 a 1 en inrementos de 0.1. Algunos valores se obtienen porintegrai�on num�eria simple o doble, o por medio de simulai�on por el m�etodo deMonte Carlo. De los valores de estas tablas se sugiere que la rho de Spearman esmayor que la tau de Kendall para estas familias.
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Tabla 4.3: Valores de los par�ametros de dependenia de algunas familias de �opulas.� Normal Frank Clayton Joe Gumbel0.0 0 0 0 1 10.1 0.156 0.91 0.22 1.19 1.110.2 0.309 1.86 0.50 1.44 1.250.3 0.454 2.92 0.86 1.77 1.430.4 0.588 4.16 1.33 2.21 1.670.5 0.707 5.74 2.00 2.86 2.000.6 0.809 7.93 3.00 3.83 2.500.7 0.891 11.4 4.67 5.46 3.330.8 0.951 18.2 8.00 8.77 5.000.9 0.988 20.9 18.0 14.4 10.01.0 1 1 1 1 1� Normal Frank Clayton Joe Gumbel0.0 0 0 0 1 10.1 0.105 0.60 0.14 1.12 1.070.2 0.209 1.22 0.31 1.27 1.160.3 0.313 1.88 0.51 1.46 1.260.4 0.416 2.61 0.76 1.69 1.380.5 0.518 3.45 1.06 1.99 1.540.6 0.618 4.47 1.51 2.39 1.750.7 0.717 5.82 2.14 3.00 2.070.8 0.813 7.90 3.19 4.03 2.580.9 0.908 12.2 5.56 6.37 3.731.0 1 1 1 1 1



514.2. Modelo de Transii�on de Primer OrdenPara series de tiempo on variables respuesta normales, un modelo est�andar es elautorregresivo (AR). Para series de tiempo on variables respuesta no-normales, unmodelo est�andar es el de transii�on uya estrutura es la de una adena de Markov.Un modelo de transii�on de primer orden on ualesquiera distribuiones marginalesunivariadas dadas se puede onstruir por medio de una �opula bivariada. De heho,esta es una de las apliaiones m�as importantes de las �opulas. Esto se puede veromo una generalizai�on del modelo AR(1) que admite ualquier marginal posible,ya que AR(1) apareer��a omo un aso espeial de una �opula normal bivariada quepermite s�olo marginales normales.M�as a�un, para un an�alisis de regresi�on de datos multivariados, la media marginal esde primordial inter�es y siempre se espera que sea modelada omo una funi�on expl��itade las variables expliativas. Esto es lo que motiva el desarrollo de distribuionesmultivariadas que puedan disponer de marginales dadas. Para ello la �opula es elm�etodo id�oneo ya que permite la onstrui�on de distribuiones multivariadas a trav�esde marginales de forma errada, sobre todo para distribuiones disretas.Para onstruir un modelo de transii�on de primer orden para respuestas disretastales omo Y1 y Y2, primero se aplia la derivada de Radon-Nikodym a la euai�on(4.1) para obtener la funi�on de densidad onjunta de (Y1; Y2) expresada omo:f(y1; y2) = 2Xj=1 2Xk=1(�1)j+k C(v1j; v2k); (4.12)donde vi1 = Fi(yi) y vi2 = Fi(yi � 1). Al desarrollar las sumatorias de la euai�onanterior, tenemos que



52
f(y1; y2) = C(v11; v21)� C(v11; v22)� C(v12; v21) + C(v12; v22)= C[F1(y1); F2(y2)℄� C[F1(y1); F2(y2 � 1)℄�C[F1(y1 � 1); F2(y2)℄ + C[F1(y1 � 1); F2(y2 � 1)℄: (4.13)Como onseuenia, se tiene que la funi�on de densidad ondiional de Y2 dada Y1puede onvenientemente expresarse de la siguiente forma:f(y2jy1) = f(y1; y2)f1(y1)= fC[F1(y1); F2(y2)℄� C[F1(y1); F2(y2 � 1)℄�C[F1(y1 � 1); F2(y2)℄ + C[F1(y1 � 1); F2(y2 � 1)℄g=f1(y1): (4.14)En aso de que ambas respuestas Yi (i = 1; 2) sean variables aleatorias binarias,sus funiones de densidad marginales sonfi(yi) = p yii (1� pi)1�yi = � 1� pi : yi = 0pi : yi = 1mientras que sus funiones de distribui�on marginales sonFi(yi) = 8<: 0 : yi < 01� pi : 0 � yi < 11 : yi � 1Entones, de la euai�on (4.13) y tomando en uenta las propiedades de una �opulabivariada, las funiones de densidad onjunta de (Y1; Y2) respeto a las uatro posiblesombinaiones de valores que pueden tomar ambas variables sonf(0; 0) = C(1� p1; 1� p2)� C(1� p1; 0)� C(0; 1� p2) + C(0; 0)= C(1� p1; 1� p2);



53f(0; 1) = C(1� p1; 1)� C(1� p1; 1� p2)� C(0; 1) + C(0; 1� p2)= 1� p1 � C(1� p1; 1� p2);f(1; 0) = C(1; 1� p2)� C(1; 0)� C(1� p1; 1� p2) + C(1� p1; 0)= 1� p2 � C(1� p1; 1� p2);f(1; 1) = C(1; 1)� C(1; 1� p2)� C(1� p1; 1) + C(1� p1; 1� p2)= 1� (1� p2)� (1� p1) + C(1� p1; 1� p2)= p1 + p2 � 1 + C(1� p1; 1� p2):Para haer uso de este modelo en un an�alisis de regresi�on, una manera onvenientede inluir variables expliativas xi en el modelo marginal es por medio de la funi�onde enlae probit, lo ual implia que probit(�i) = ��1(pi) = �Txi o pi = �(�Txi).Usando la propiedad de simetr��a de la funi�on de distribui�on normal est�andar setiene que 1 � pi = �(��Txi). Por otro lado, si se elige a la �opula Gaussiana onpar�ametro de dependenia � omo �opula del modelo, entones obtenemosC�(1� p1; 1� p2) = �2[��1(1� p1);��1(1� p2)℄= �2f��1[�(��Tx1)℄;��1[�(��Tx2)℄g= �2(��Tx1;��Tx2):En general, la funi�on de densidad onjunta para dos respuestas (Yt�1; Yt) quedaomof(yt�1; yt) = 8>>>>>><>>>>>>:
�2(��Txt�1;��Txt) : yt�1 = 0; yt = 0�(��Txt�1)� �2(��Txt�1;��Txt) : yt�1 = 0; yt = 1�(��Txt)� �2(��Txt�1;��Txt) : yt�1 = 1; yt = 0�(�Txt�1) + �(�Txt)� 1 + �2(��Txt�1;��Txt) : yt�1 = 1; yt = 1



54Como onseuenia, se tiene que las probabilidades de transii�on de yt�1 a yt est�andadas por sus orrespondientes funiones de densidad ondiional de Yt dada Yt�1 dela siguiente forma:
p(t)yt�1 yt = f(ytjyt�1) = 8>>>>>><>>>>>>:

f(yt�1; yt)=�(��Txt�1) : yt�1 = 0 ; yt = 0f(yt�1; yt)=�(��Txt�1) : yt�1 = 0 ; yt = 1f(yt�1; yt)=�(�Txt�1) : yt�1 = 1 ; yt = 0f(yt�1; yt)=�(�Txt�1) : yt�1 = 1 ; yt = 1Entones, matriz de transii�on que est�a representada por una adena de Markovbinaria entre los tiempos t� 1 y t on t > 1 es de la formaP(t) = 24 p(t)00 p(t)01p(t)10 p(t)11 35 ;mientras que el vetor de probabilidades marginales queda omop(t) = h p(t)0 p(t)1 i ; donde p(t)yt = � �(��Txt) : yt = 0�(�Txt) : yt = 1Para estimar tanto los oe�ientes de regresi�on � omo el par�ametro de dependen-ia � por m�axima verosimilitud, primero deber�a estableerse u�al es la ontribui�onde ada sujeto a la funi�on de verosimilitud. Si se retoma omo ejemplo ilustrativo yobjetivo de este trabajo a la base de datos de exposii�on al sol de los ni~nos, vemosque hay respuestas faltantes que se tienen que tomar en uenta para determinar laontribui�on de estos sujetos a la funi�on de verosimilitud. Diha base de datos on-siste de n sujetos on la posibilidad de tres respuestas ada uno igualmente espaiadasen el tiempo yi1; yi2; yi3 para el i-�esimo sujeto, adem�as de las variables expliativasorrespondientes.



55Sea L =Qni=1 Li la funi�on de verosimilitud, Li es la ontribui�on a la misma deli-�esimo sujeto que dependiendo de sus respuestas (\na" india una respuesta faltante)toma las formas siguientes:Respuestas Contribui�on Liyi1 yi2 yi3 f(yi1)f(yi2jyi1)f(yi3jyi2) = f(yi1; yi2)f(yi2; yi3)=f(yi2)yi1 yi2 na f(yi1)f(yi2jyi1) = f(yi1; yi2)na yi2 yi3 f(yi2)f(yi3jyi2) = f(yi2; yi3)yi1 na yi3 f(yi1)f(yi3jyi1)yi1 na na f(yi1)na yi2 na f(yi2)na na yi3 f(yi3)Aunque no se indi�o expl��itamente, en ada funi�on de densidad de la tablaanterior se inluyen las variables expliativas presentes y pasadas. En el aso espeialde la seuenia de respuestas yi1; na; yi3, las funiones de densidad ondiional entrerespuestas no adyaentes f(yi3jyi1) son las probabilidades de transii�on pyi1yi3 que a suvez son los elementos de la matriz de transii�on orrespondiente P13 � P(2)P(3). Enuanto a la estimai�on del par�ametro de dependenia �, por onvenienia se estim�o elpar�ametro artanh(�) que toma valores en R para asegurar que �1 < � < 1.Dado que este modelo de transii�on basado en �opulas en no lineal, es neesa-rio usar m�etodos num�erios para obtener los estimadores de m�axima verosimilitudMLE's. Para el �alulo de la �opula Gaussiana por medio de la funi�on de distri-bui�on normal bivariada se utiliz�o la funi�on pmnorm implementada en la bibliotea



56mnormt del paquete estad��stio R. Adem�as, se us�o la funi�on nlm del mismo paquetepara minimizar la funi�on �logL = �Pni=1 logLi.Para identi�ar las variables expliativas apropiadas a ser inluidas en el modelo,se onsidera el riterio de informai�on bayesiano (BIC) omo el riterio prinipal parala elei�on del modelo y se ompara on el riterio de informai�on de Akaike (AIC).Ambos riterios se de�nen omoAIC = �2 log L+ 2 np;BIC = �2 log L+ np log(nt);donde np denota el n�umero de par�ametros en el modelo y nt el n�umero total deobservaiones no faltantes. El modelo elegido es aquel para el ual alguno de ambosriterios es el menor.4.3. Diagn�ostiosLas suposiiones hehas aera de un modelo de transii�on en partiular pueden serrevisadas por medio del �alulo de los residuales de uantiles aleatorizados propuestospor Dunn y Smyth (1996). Bajo el modelo asumido, tales residuales se distribuyennormalmente y se enuentran invirtiendo la funi�on de distribui�on ondiional ajus-tada para ada valor de la variable respuesta. Despu�es, s�olo algunas gr�a�as simplesson neesarias para revisar que dihos residuales son valores observados de variablesaleatorias independientes y on una distribui�on normal est�andar, adem�as de indiarla alidad del ajuste.Si el modelo de transii�on es para respuestas disretas, la funi�on de distribui�onondiional de Yt dada Yt�1 est�a dada porF (ytjyt�1) = fC[F (yt�1); F (yt)℄� C[F (yt�1 � 1); F (yt)℄g=f(yt�1): (4.15)



57En aso de que las respuestas Yt�1 y Yt sean binarias, las funiones de distribui�onondiional respeto a las uatro posibles ombinaiones de valores sonF (0j0) = [C(1� pt�1; 1� pt)� C(0; 1� pt)℄=(1� pt�1)= C(1� pt�1; 1� pt)=(1� pt�1);F (0j1) = [C(1; 1� pt)� C(1� pt�1; 1� pt)℄=pt�1= [1� pt � C(1� pt�1; 1� pt)℄=pt�1;F (1j0) = [C(1� pt�1; 1)� C(0; 1)℄=(1� pt�1)= (1� pt�1)=(1� pt�1) = 1;F (1j1) = [C(1; 1)� C(1� pt�1; 1)℄=pt�1= pt�1=pt�1 = 1:Usando la funi�on de enlae probit en el modelo marginal y la �opula Gaussiana
F (ytjyt�1) = 8>>>>>><>>>>>>:

�2(��Txt�1;��Txt)=�(��Txt�1) : yt�1 = 0; yt = 0[�(��Txt)� �2(��Txt�1;��Txt)℄=�(�Txt�1) : yt�1 = 1; yt = 01 : yt�1 = 0; yt = 11 : yt�1 = 1; yt = 1Si el modelo de transii�on es para respuestas disretas, los residuales de uantilesaleatorizados est�an de�nidos omo rt = ��1(ut), donde ut es un valor aleatorio de unadistribui�on uniforme en el intervalo (at; bt℄ on at = F (yt� 1jyt�1) y bt = F (ytjyt�1).Para la primera observai�on de ada sujeto a1 = F (y1 � 1) y b1 = F (y1), y enonseuenia
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y1 = 0 =) a1 = 0 y b1 = 1� p1 = �(��Tx1);y1 = 1 =) a1 = 1� p1 = �(��Tx1) y b1 = 1:Para las siguientes observaiones de ada sujetoyt�1 = 0 ; yt = 0 =) at = 0 y bt = �2(��Txt�1;��Txt)=�(��Txt�1);yt�1 = 0 ; yt = 1 =) at = �2(��Txt�1;��Txt)=�(��Txt�1) y bt = 1;yt�1 = 1 ; yt = 0 =) at = 0 ybt = [�(��Txt)� �2(��Txt�1;��Txt)℄=�(�Txt�1);yt�1 = 1 ; yt = 1 =) at = [�(��Txt)� �2(��Txt�1;��Txt)℄=�(�Txt�1) ybt = 1:



594.4. Apliai�on al Ejemplo IlustrativoContinuando on el an�alisis de la base de datos de exposii�on al sol de los ni~nos, enprimer lugar se ajustar�an diversos modelos on �opulas de estrutura independiente(� = 0). Modelo: tiempo * TratamientoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 1.42289 0.13062 0.00000 1.16687 1.67891tiempo -0.36216 0.05876 0.00000 -0.47732 -0.24699Tratamiento 0.12868 0.19176 0.50219 -0.24717 0.50454tiempo:Trat 0.02947 0.08549 0.73033 -0.13810 0.19704Modelo: tiempo + TratamientoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 1.39409 0.10005 0.00000 1.19799 1.59018tiempo -0.34827 0.04269 0.00000 -0.43194 -0.26460Tratamiento 0.19045 0.06839 0.00536 0.05641 0.32450Modelo: tiempoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 1.47965 0.09542 0 1.29263 1.66668tiempo -0.34577 0.04258 0 -0.42923 -0.26232Modelo: TratamientoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 0.68697 0.04592 0.00000 0.59696 0.77699Tratamiento 0.17887 0.06715 0.00773 0.04726 0.31048Modelo: nuloPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 0.77219 0.03344 0 0.70664 0.83774



60Tomando los niveles de signi�ania del 1%, 5% y 10% omo referenias est�anda-res, y seg�un los reportes anteriores de ajuste de los modelos, ambas variables explia-tivas tiempo y Tratamiento son estad��stiamente signi�ativas a�un al 1%, mientrasque la interai�on entre ellas no lo es ni siquiera al 10%. Ahora se se ajustar�an losmodelos on �opulas de estrutura dependiente AR(1).Modelo: tiempo * TratamientoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 1.39596 0.12779 0.00000 1.14549 1.64643tiempo -0.34386 0.05507 0.00000 -0.45181 -0.23592Tratamiento 0.14142 0.18761 0.45097 -0.22629 0.50913tiempo:Trat 0.02034 0.08000 0.79935 -0.13647 0.17714artanh(�) 0.64221 0.06573 0.00000 0.51338 0.77103� 0.56640 | | 0.47257 0.64753Modelo: tiempo + TratamientoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 1.37604 0.10066 0.00000 1.17876 1.57333tiempo -0.33428 0.04007 0.00000 -0.41281 -0.25574Tratamiento 0.18435 0.08183 0.02426 0.02397 0.34472artanh(�) 0.64220 0.06571 0.00000 0.51341 0.77100� 0.56640 | | 0.47259 0.64751Modelo: tiempoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 1.45861 0.09371 0 1.27493 1.64228tiempo -0.33148 0.03990 0 -0.40968 -0.25328artanh(�) 0.64896 0.06566 0 0.52026 0.77766� 0.57097 | | 0.47790 0.65136Modelo: TratamientoPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 0.70104 0.05525 0.00000 0.59275 0.80932Tratamiento 0.16853 0.08010 0.03538 0.01153 0.32553artanh(�) 0.60937 0.06318 0.00000 0.48553 0.73320� 0.54368 | | 0.45066 0.62502



61Modelo: nuloPar�ametro Estimador Error Est. Valor P | I. C. 95% |Interepto 0.78183 0.04009 0 0.70326 0.86041artanh(�) 0.61574 0.06311 0 0.49204 0.73944� 0.54816 | | 0.45584 0.62881Seg�un los reportes anteriores de ajuste de los modelos, la variable explia-tiva tiempo sigue siendo estad��stiamente signi�ativa a�un al 1%, mientras queTratamiento ahora s�olo lo es al 5% y la interai�on entre ellas no lo es ni siquiera al10%. Comparando estos resultados on los resultados proporionados por el ajuste delos modelos on �opulas de estrutura independiente, podemos ver que el heho de nohaber tomado en uenta la dependenia entre respuestas provo�o que se sobreestimarala signi�ania estad��stia de la variables expliativa Tratamiento.Con respeto a los valores estimados del par�ametro de dependenia �, es intere-sante observar omo permaneen en el mismo rango sin ser afetados por el onjuntode variables expliativas inluidas en el modelo. Para probar la signi�ania de �es posible realizar una prueba de hip�otesis on la hip�otesis nula H0 : � = 0, queorresponde al modelo independiente, ontra la hip�otesis alternativa H1 : � 6= 0, queorresponde al modelo AR(1); por las propiedades de las muestras grandes omo eneste aso, la hip�otesis nula es rehazada dado que ninguno de los intervalos de on-�anza de � inluyen al ero. Por lo tanto, la dependenia entre respuestas adyaenteses signi�ativa y el par�ametro � debe ser tomado en uenta.



62En la Tabla 4.4 se muestran los valores de las devianias, AIC's y BIC's reportadosdurante el ajuste de los modelos anteriores on ambas estruturas de dependenia.Tabla 4.4: Devianias, AIC's y BIC's de diferentes modelos.Independiente AR(1)Modelo Deviania AIC BIC Deviania AIC BICtiempo � Trat 1768.57 1776.57 1798.44 1660.45 1670.45 1697.79tiempo + Trat 1768.69 1774.69 1791.09 1660.52 1668.52 1690.39tiempo 1776.47 1780.47 1791.40 1665.59 1671.59 1688.00Tratamiento 1837.06 1841.06 1852.00 1732.30 1738.30 1754.70nulo 1844.18 1846.18 1851.65 1736.72 1740.72 1751.66De la tabla anterior se puede observar que de auerdo al riterio AIC el modelode mejor ajuste para ambas estruturas de dependenia es el que inluye tanto altiempo omo al Tratamiento sin su interai�on. Lo mismo suede si se usa el riterioBIC on la estrutura independiente. Sin embargo, on la estrutura de dependeniaAR(1) el riterio BIC elige omo el modelo de mejor ajuste aquel que s�olo inluye altiempo omo variable expliativa on efetos realmente signi�ativos.Si se elige al modelo tiempo+Trat on estrutura de dependenia AR(1), entoneslas probabilidades marginales y de transii�on estimadas y su intervalo de on�anzadel 95% para el grupo de ontrol est�an dadas por los siguientes vetores marginalesy matries de transii�on.
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p̂(1) = � 0.149 0.851(0.094,0.222) (0.778,0.906) � ; p̂(2) = � 0.240 0.760(0.144,0.362) (0.638,0.856) � ;p̂(3) = � 0.354 0.646(0.210,0.524) (0.476,0.790) � ;
P̂(2) = 264 0.579 0.421(0.475,0.679) (0.321,0.525)0.180 0.820(0.110,0.272) (0.728,0.890) 375 ; P̂(3) = 264 0.659 0.341(0.538,0.768) (0.232,0.462)0.258 0.742(0.155,0.385) (0.615,0.845) 375 ;P̂13 = 264 0.490 0.510(0.337,0.645) (0.355,0.663)0.331 0.669(0.197,0.489) (0.511,0.803) 375 :Mientras que para el grupo intervenido, las probabilidades marginales y de transii�onestimadas y su intervalo de on�anza del 95% est�an dadas por los siguientes vetoresmarginales y matries de transii�onp̂(1) = � 0.110 0.890(0.048,0.215) (0.785,0.952) � ; p̂(2) = � 0.186 0.814(0.080,0.353) (0.647,0.920) � ;p̂(3) = � 0.289 0.711(0.125,0.514) (0.486,0.875) � ;
P̂(2) = 264 0.534 0.466(0.392,0.673) (0.327,0.608)0.143 0.857(0.064,0.265) (0.735,0.936) 375 ; P̂(3) = 264 0.615 0.385(0.453,0.763) (0.237,0.547)0.214 0.786(0.096,0.378) (0.622,0.904) 375 ;P̂13 = 264 0.428 0.572(0.236,0.637) (0.363,0.764)0.271 0.729(0.119,0.481) (0.519,0.881) 375 :



64Al omparar las probabilidades anteriores entre el grupo de ontrol y el grupointervenido, se ve que hay muy poa diferenia entre ellas. Adem�as, el heho de quela variable Tratamiento sea signi�ativa al 5% pero no al 1%, hae pensar que paraefetos pr�atios el tratamiento pudo no haber tenido realmente efetos signi�ativos.En onseuenia, y tomando en uenta el riterio BIC, on ierta seguridad se puedeelegir omo modelo de mejor ajuste aquel que s�olo inluye a la variable tiempo onestrutura de dependenia AR(1). Es deir, al menos si hay evidenia su�iente deque la propori�on de respuestas favorables durante el experimento va dereiendoon el tiempo. Entones, bajo esta espei�ai�on, las probabilidades marginales y detransii�on estimadas y su intervalo de on�anza del 95% est�an dadas por los siguientesvetores marginales y matries de transii�onp̂(1) = � 0.130 0.870(0.082,0.193) (0.807,0.918) � ; p̂(2) = � 0.213 0.787(0.128,0.324) (0.676,0.872) � ;p̂(3) = � 0.321 0.679(0.189,0.482) (0.518,0.811) � ;P̂(2) = 264 0.560 0.440(0.460,0.658) (0.342,0.540)0.161 0.839(0.098,0.244) (0.756,0.902) 375 ; P̂(3) = 264 0.640 0.360(0.522,0.748) (0.252,0.478)0.235 0.765(0.140,0.354) (0.646,0.860) 375 ;P̂13 = 264 0.462 0.538(0.315,0.613) (0.387,0.685)0.300 0.700(0.177,0.450) (0.550,0.823) 375 :Reordando que una respuesta favorable de los padres es aquella en la que s�� evita-ron la exposii�on al sol del ni~no, mientras que una respuesta desfavorable es aquella enla que no lo evitaron; de las probabilidades de transii�on anteriores se puede onluirque: (1) los padres on respuestas desfavorables durante ierto a~no, asi se dividieron



65por igual on respuestas desfavorables y favorables al a~no siguiente, por lo que suontribui�on a la dependenia entre respuestas es relativamente peque~na, aunque a�unen sentido positivo; y (2) en promedio el 80% de los padres on respuestas favorablesdurante ierto a~no, mantuvieron sus respuestas en el mismo sentido al a~no siguiente,por lo que la dependenia positiva entre respuestas se debe a su ontribui�on en buenamedida.Por otro lado, uando la suposii�on de que un modelo de transii�on sigue unaestrutura de dependenia espei�a es uestionable, es posible realizar un an�alisisgr�a�o para determinar que tal estrutura de dependenia esta siendo apturada porlos datos. Para ello se gra�a el per�l de la funi�on log-verosimilitud on respeto alpar�ametro de dependenia �. Cuando se entra la ateni�on a la forma loal de dihoper�l en la veindad de � = �̂, y si la urva es muy plana, entones el punto m�aximopodr��a depender sensiblemente de ualquier marginal, lo ual india que la estruturade dependenia desribe a los datos pobremente, Copas (1997).En la Figura 4.3 se presenta el per�l de la funi�on log-verosimilitud on respetoal par�ametro de dependenia � para el modelo de transii�on on variable expliativatiempo y �opula de estrutura dependiente AR(1). Se puede observar que la urvaes \bien omportada" en el sentido de que su forma no es nada plana para valoreseranos al m�aximo, por el ontrario, su forma se asemeja m�as a una uadr�atia. Por lotanto, se puede onluir que la estrutura elegida AR(1) aptura bien la dependenia.Respeto a los diagn�ostios de las suposiiones hehas aera del modelo de tran-sii�on on la variable expliativa tiempo y �opula de estrutura dependiente AR(1),en la Figura 4.4 se presentan las gr�a�as de los residuales de uantiles aleatoriza-dos en uanto a su distribui�on. Las formas de estas gr�a�as sugieren que el modelopropuesto ajusta los datos razonablemente bien.
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Figura 4.4: Gr�a�as de los residuales de uantiles aleatorizados.



Cap��tulo 5Consideraiones Finales
Como pudimos onstatar en el ap��tulo anterior, la gran ventaja del uso de las �opulasen el modelado multivariado es que es un m�etodo muy general y exible que nospermite obtener simult�aneamente durante el mismo proeso de ajuste tanto los modelomarginales omo los modelo de transii�on, mientras que el m�etodo de GEE propuestoen el ap��tulo 2 s�olo es �util para obtener modelos marginales y el m�etodo de GLMpropuesto en el ap��tulo 3 s�olo lo es para obtener modelos de transii�on.Adem�as, y on respeto a los modelos marginales, la primera ventaja del m�etodode �opulas sobre el m�etodo de GEE es que es menos dependiente de suposiiones; porejemplo, el manejo de datos faltantes on �opulas es menos restritivo ya que bastaon que el proeso que los genera s�olo sea aleatorio, mientras que on GEE tiene queser ompletamente aleatorio. De heho, uando se ajust�o el modelo on �opulas sesupuso que el proeso que genera los datos faltantes es aleatorio, ya que la raz�on deque los datos falten en iertos momentos es independiente del tipo de respuesta enestos momentos. Con esto se valida o justi�a el ajuste del modelo on GEE, ya quesi se omparan los reportes de ambos ajustes podemos ver que los resultados son muypareidos omo se reprodue a ontinuai�on.68



69GEE C�opulasPar�ametro Estimador E. E. Valor P Estimador E. E. Valor PInterepto 1.376 0.093 0.000 1.376 0.101 0.000tiempo -0.333 0.036 0.000 -0.334 0.040 0.000Tratamiento 0.189 0.085 0.026 0.184 0.082 0.024Una segunda ventaja del m�etodo de �opulas sobre el m�etodo de GEE es que o-mo el primero est�a basado en verosimilitud nos permite haer una serie de infereniasomo probar suposiiones, realizar diagn�ostios, et., mientras que on GEE no es po-sible, es limitado, o poo laro. Por poner un ejemplo, para la elei�on entre modelosque inluyen diferentes variables expliativas, se uenta on riterios bien estableidosy relativamente f�ailes de alular que dependen de la deviania, omo lo son el AICy el BIC, mientras que GEE uenta on un riterio reiente que es una generalizai�ondel AIC basado en uasi-verosimilitud identi�ado omo QIC, pero que es omputa-ionalmente ostoso, a tal grado de que la mayor��a del software estad��stio omerialno lo tiene implementado internamente.Sin embargo, hay que reonoer que la prinipal ventaja de GEE sobre m�etodosbasados en verosimilitud omo el que aqu�� se propone, es que omputaionalmente esm�as simple de implementar, y por lo tanto, m�as r�apido de ejeutar. Aunque algunosestad��stios son r��tios on el m�etodo GEE por su falta de una funi�on de verosimi-litud, otros no ven esto omo algo problem�atio, ya que ellos onsideran a GEE m�asomo un m�etodo de estimai�on que omo un modelo propiamente diho.Por otro lado, y on respeto a los modelos de transii�on, la ventaja del m�etodode �opulas sobre el m�etodo de GLM propuesto en el ap��tulo 3, es que este �ultimo nopermite el manejo de datos faltantes.Diferentes familias de �opulas, adem�as de la Gaussiana, pueden tambi�en ser usadasen el modelado multivariado. Sin embargo, puede haber diferenias onsiderables en



70las formas de las distribuiones ondiionales generadas por el modelo de �opuladisretizado. Por ello es importante elegir orretamente una familia de �opulas yuna distribui�on marginal por ada distribui�on ondiional en el modelo. C�omo haeresto de la mejor manera permanee a�un omo una pregunta abierta. Por lo que, omosiempre, es muy importante probar la validez del modelo propuesto antes de haerualquier inferenia.Aunque el m�etodo presentado aqu�� est�a enfoado a datos igualmente espaiados,los modelos on �opulas Gaussianas disretizados se prestan para analizar datos lon-gitudinales uando ada sujeto es observado en diferentes momentos no igualmenteespaiados. Si la suposii�on de dependenia tipo Markov permanee plausible, la me-todolog��a puede ser modi�ada para permitir un espaiado temporal general. Esteaspeto requiere a�un investigai�on adiional.En prinipio, es posible extender el modelo de transii�on basado en �opulas des-rito anteriormente a representaiones de mayor orden. Sin embargo, en la pr�atiaesto puede ser bastante laborioso y omputaionalmente ostoso. Un m�etodo m�asparsimonioso que una adena de Markov totalmente param�etria puede ser el modelode mezlas de distribuiones de transii�on (MTD) de orden p introduido por Raf-tery (1985), el ual est�a araterizado por la siguiente funi�on de densidad ondiionalf(ytjyt�1; : : : ; yt�p) = pXk=1 !k fk(ytjyt�k);donde Ppk=1 !k = 1 y !k � 0 para k = 1; : : : ; p. El desarrollo y uso pr�atio de estemodelo de mezlas de Raftery se propone para un proyeto de investigai�on posterior.



Ap�endie APrograma en R
A ontinuai�on se presenta el programa desarrollado en el paquete estad��stio R paraajustar los modelos marginales y de transii�on de primer orden por medio de la �opulabivariada Gaussiana.
library(mnormt)

shade <- read.table("shade.txt",header=F)
names(shade) <- c("id","time","treat","response")

mlogL <- function(p,Y,X){

   B <- p[1:dim(X)[2]]
   r <- tanh(p[dim(X)[2]+1])
   R <- matrix(c(1,r,r,1),2,2)

   Y1 <- numeric();  P1 <- Y1;  f1 <- Y1;  f12 <- Y1
   Y2 <- Y1;         P2 <- Y1;  f2 <- Y1;  f23 <- Y1
   Y3 <- Y1;         P3 <- Y1;  f3 <- Y1;  f31 <- Y1

   Li <- Y1

   M <- is.na(Y)
   j <- 0

71
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   for(h in 1:(length(Y)/3)){

      c <- 0;  k <- 3 * h - 2

      if(M[k]==F & M[k+1]==F & M[k+2]==T){

         j <- j + 1

         if(Y[k]==0 & Y[k+1]==0)
            f12[j] <- pmnorm(c(-X[k,]%*%B,-X[k+1,]%*%B),varcov=R)

         else if(Y[k]==0 & Y[k+1]==1)
            f12[j] <- pnorm(-X[k,]%*%B) -
                      pmnorm(c(-X[k,]%*%B,-X[k+1,]%*%B),varcov=R)

         else if(Y[k]==1 & Y[k+1]==0)
            f12[j] <- pnorm(-X[k+1,]%*%B) -
                      pmnorm(c(-X[k,]%*%B,-X[k+1,]%*%B),varcov=R)

         else if(Y[k]==1 & Y[k+1]==1)
            f12[j] <- pnorm(X[k,]%*%B) + pnorm(X[k+1,]%*%B) - 1 +
                      pmnorm(c(-X[k,]%*%B,-X[k+1,]%*%B),varcov=R)

         Li[j] <- f12[j]
      }

      else if(M[k]==F & M[k+1]==T & M[k+2]==F){

         j <- j + 1

         Y1[j] <- Y[k]
         P1[j] <- pnorm(X[k,]%*%B)
         f1[j] <- P1[j]^Y1[j]*(1-P1[j])^(1-Y1[j])

         p1 <- pnorm(X[k,]%*%B);   q1 <- 1 - p1
         p2 <- pnorm(X[k+1,]%*%B); q2 <- 1 - p2
         p3 <- pnorm(X[k+2,]%*%B); q3 <- 1 - p3

         C12 <- pmnorm(c(-X[k,]%*%B,-X[k+1,]%*%B),varcov=R)
         C23 <- pmnorm(c(-X[k+1,]%*%B,-X[k+2,]%*%B),varcov=R)

         p00.12 <- C12 / q1
         p10.12 <- (q2 - C12) / p1
         p01.12 <- (q1 - C12) / q1
         p11.12 <- (1 - q1 - q2 + C12) / p1
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         p00.23 <- C23 / q2
         p10.23 <- (q3 - C23) / p2
         p01.23 <- (q2 - C23) / q2
         p11.23 <- (1 - q2 - q3 + C23) / p2

         p00.13 <- p00.12*p00.23 + p01.12*p10.23
         p10.13 <- p10.12*p00.23 + p11.12*p10.23
         p01.13 <- p00.12*p01.23 + p01.12*p11.23
         p11.13 <- p10.12*p01.23 + p11.12*p11.23

         if(Y[k]==0 & Y[k+2]==0)
            f31[j] <- p00.13

         else if(Y[k]==0 & Y[k+2]==1)
            f31[j] <- p01.13

         else if(Y[k]==1 & Y[k+2]==0)
            f31[j] <- p10.13

         else if(Y[k]==1 & Y[k+2]==1)
            f31[j] <- p11.13

         Li[j] <- f1[j] * f31[j]
      }

      else if(M[k]==T & M[k+1]==F & M[k+2]==F){

         j <- j + 1

         if(Y[k+1]==0 & Y[k+2]==0)
            f23[j] <- pmnorm(c(-X[k+1,]%*%B,-X[k+2,]%*%B),varcov=R)

         else if(Y[k+1]==0 & Y[k+2]==1)
            f23[j] <- pnorm(-X[k+1,]%*%B) -
                      pmnorm(c(-X[k+1,]%*%B,-X[k+2,]%*%B),varcov=R)

         else if(Y[k+1]==1 & Y[k+2]==0)
            f23[j] <- pnorm(-X[k+2,]%*%B) -
                      pmnorm(c(-X[k+1,]%*%B,-X[k+2,]%*%B),varcov=R)

         else if(Y[k+1]==1 & Y[k+2]==1)
            f23[j] <- pnorm(X[k+1,]%*%B) + pnorm(X[k+2,]%*%B) - 1 +
                      pmnorm(c(-X[k+1,]%*%B,-X[k+2,]%*%B),varcov=R)

         Li[j] <- f23[j]
      }
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      else if(M[k]==F & M[k+1]==T & M[k+2]==T){

         j <- j + 1

         Y1[j] <- Y[k]
         P1[j] <- pnorm(X[k,]%*%B)
         f1[j] <- P1[j]^Y1[j]*(1-P1[j])^(1-Y1[j])

         Li[j] <- f1[j]
      }

      else if(M[k]==T & M[k+1]==F & M[k+2]==T){

         j <- j + 1

         Y2[j] <- Y[k+1]
         P2[j] <- pnorm(X[k+1,]%*%B)
         f2[j] <- P2[j]^Y2[j]*(1-P2[j])^(1-Y2[j])

         Li[j] <- f2[j]
      }

      else if(M[k]==T & M[k+1]==T & M[k+2]==F){

         j <- j + 1

         Y3[j] <- Y[k+2]
         P3[j] <- pnorm(X[k+2,]%*%B)
         f3[j] <- P3[j]^Y3[j]*(1-P3[j])^(1-Y3[j])

         Li[j] <- f3[j]
      }

      else{

         j <- j + 1

         Y2[j] <- Y[k+1]
         P2[j] <- pnorm(X[k+1,]%*%B)
         f2[j] <- P2[j]^Y2[j]*(1-P2[j])^(1-Y2[j])

         for(i in k:(k+1)){

            c <- c + 1
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            if(Y[i]==0 & Y[i+1]==0)
               if(c==1)
                  f12[j] <- pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)
               else
                  f23[j] <- pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)

            else if(Y[i]==0 & Y[i+1]==1)
               if(c==1)
                  f12[j] <- pnorm(-X[i,]%*%B) -
                            pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)
               else
                  f23[j] <- pnorm(-X[i,]%*%B) -
                            pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)

            else if(Y[i]==1 & Y[i+1]==0)
               if(c==1)
                  f12[j] <- pnorm(-X[i+1,]%*%B) -
                            pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)
               else
                  f23[j] <- pnorm(-X[i+1,]%*%B) -
                            pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)

            else if(Y[i]==1 & Y[i+1]==1)
               if(c==1)
                  f12[j] <- pnorm(X[i,]%*%B) + pnorm(X[i+1,]%*%B) - 1 +
                            pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)
               else
                  f23[j] <- pnorm(X[i,]%*%B) + pnorm(X[i+1,]%*%B) - 1 +
                            pmnorm(c(-X[i,]%*%B,-X[i+1,]%*%B),varcov=R)
         }
         Li[j] <- f12[j] * f23[j] / f2[j]
      }
   }

   - sum(log(Li))
}

md  <- model.matrix(~ time, data=shade)
np  <- dim(md)[2]+1
mle <- nlm(f=mlogL, p=rep(0,np), Y=shade$response, X=md, hessian=T)

Est <- mle$estimate;     E.E <- sqrt(diag(solve(mle$hessian)))
V.z <- Est/E.E;          V.P <- 2*(1-pnorm(abs(V.z)))
L.B <- Est-1.96*E.E;     U.B <- Est+1.96*E.E
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rho <- tanh(Est[dim(md)[2]+1])
LBr <- tanh(L.B[dim(md)[2]+1])
UBr <- tanh(U.B[dim(md)[2]+1])

N   <- length(shade$response[!is.na(shade$response)])

mLL <- mle$minimum
Dev <- 2*mLL
aic <- Dev + 2*np
bic <- Dev + np*log(N)

print(data.frame(Parameter = c("Intercept","time","arctanh(rho)"),
                 Estimate = round(Est,5), Std.Err = round(E.E,5),
                 z.value  = round(V.z,5), P.value = round(V.P,5),
                 LB.95    = round(L.B,5), UB.95   = round(U.B,5)))

print(data.frame(Parameter = c("rho"),
                 Estimate = round(rho,5),
                 LB.95    = round(LBr,5), UB.95   = round(UBr,5)))

cat("\nmLL:",mLL,"   Deviance:",Dev,"   AIC:",aic,"   BIC:",bic,"\n")

cat("\nNumber of iterations:",mle$iterations)
cat("\nOptimization process code:",mle$code,"\n\n")
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